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Zusammenfassung

Die vorliegendeAusarbeitungbescḧaftigt sichmit demProblemdesBeaufsichtigtenLernensdurch
Fehlerkorrektur in NeuronalenNetzen. EswerdenzahlreicheLern-Algorithmenvorgestellt,eswer-
denVor- undNachteileder Algorithmenaufgelistetsowie (soweit bekannt)Ergebnissehinsichtlich
derAnwendungdereinzelnenAlgorithmenaufbestimmtegrundlegendeProbleme.

Dort, wo dermathematischeHintergrundnichtallzugroßegeistigeKlimmzügeerfordert,werden
die theoretischenGrundlagenerläutert,ansonstenbeschr̈anken wir unshier (auchmit Rücksichtauf
denLeser, derdasganzeja schließlichnachvollziehensoll) auf eineDarstellungdergrundlegenden
Idee,die hinterdemjeweiligenVerfahrensteht.

Beim AnfertigendieserAusarbeitungergabensich gewisseSchwierigkeitenmit der englischen
Sprache(oderbesser:mit englischenFachbegriffen). In denunsvorliegendenArtikeln fallen im-
merwiederbestimmteFachtermini,wie z. B.

”
Backpropagation“ ,

”
Momentum“ ,

”
feedforward“ oder

”
Bias“ . Wir sindderMeinung,daßeswenigSinnmacht,diesefeststehendenBegriffe ins Deutsche

zu übersetzen.Wo ein sinnvolles deutsches̈Aquivalent existiert, werdenwir es selbstversẗandlich
tunlichstvermeiden,die englischenBegriffe zu verwenden(z. B. werdenwir unshüten,Sätzezu
bilden,in denenneudeutscheAusdr̈ucke wie

”
etwasnachaußensupporten“ vorkommen).Außerdem

ist esdurchaussinnvoll, Begriffe wie
”
verborgenesNeuron“ statt

”
hiddenunit“ oder

”
Schicht“ statt

”
Layer“ zu verwenden.Wir werdenzus̈atzlich demAnhangein kleinesdeutsch-englischesWörter-

buchbeifügen,um die deutschen̈Ubersetzungenzu
”
verstehen“ .

NacheinerkurzenEinführungim erstenAbschnitt,werdenim zweitenAbschnittdieGrundlagen
eingef̈uhrt:

”
Wasist ein NeuronalesNetz?“ ,

”
Wasist beaufsichtigtesLernen?“ . Im drittenAbschnitt

gehtesdannumdasLernverfahren,dessenNamemanamhäufigstenin Verbindungmit beaufsichtig-
temLernenhört, nämlich

”
Backpropagation“ (kurz: BP). Im viertenAbschnittwerdenverschiedent-

liche Modifikationenund Weiterf̈uhrungendesBP vorgestellt,Versuchealso,denStandard–BPzu
verbessern.Der fünfteAbschnittbescḧaftigt sichmit zwei Lernverfahren,die nicht auf BP basieren,
und zwar

”
SCG“ und

”
CCA“ . Im sechstenund letztenAbschnittwird dasganzenocheinmalkurz

(sehrkurz)zusammengefaßtundein kleinerAusblickaufdie Zukunftgegeben.
Im AnhangfindetmandasProgrammlistingeinerImplementierungdesBP sowie dazugeḧorige

Ablaufprotokolle. Außerdementḧalt derAnhang(wie obenschonversprochen)ein kleinesdeutsch-
englischesWörterbuch. GanzamEndebefindetsicheineListe mit derzur BearbeitungdieserAus-
arbeitungherangezogenenLiteratur.
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1 Einf ührung

Seit einigenJahrengewinnt in InformatikerkreisendasThemaNEURONALE NETZE in Verbindung
mit K ÜNSTLICHER INTELLIGENZ zusehendsan Bedeutung.Doch auchwenndasThemain aller
Munde ist, weiß längstnicht jederdar̈uberbescheid.Wennmanfragt, worum esdabeieigentlich
geht,erḧalt manoftmalsvon sogenannten

”
Experten“ die lapidareAntwort:

”
mit NeuronalenNetzen

wird versucht,die ArbeitsweisedesmenschlichenGehirnsdurchdenComputernachzubilden“ .
Jemand,der sich mit der Materienicht auskennt,wird sich vielleicht mit dieserErklärungzu-

friedengeben.Die Vorstellung,daßComputerin Zukunft nicht mehrin PascaloderC programmiert
werdenmüssen,sonderndie angemesseneVorgehensweisezur LösungeinesgegebenenProblems

”
selbsẗandig“ mit Hilfe eines

”
ElektronischenGehirns“ erlernenbzw. sicherarbeitenkönnen,scheint

für einigeInformatiker rechtamüsantundangenehmzusein.
SelbstmancheExpertenin SachenNeuronaleNetzesehendieseVorstellungals realistischan.

Manchesprechensogarvoller Begeisterungvon derMöglichkeit, in die Scḧopfungeinzugreifenund
quasi

”
einbißchenGottzuspielen“ 1. DieseLeutebildensichein,dasWUNDERWERK

”
Menschliches

Gehirn“ vollkommen(bzw. in ausreichendemMaße)zu verstehenund nehmenfür sich selbstin
Anspruch,einenBeweisfür die NichtexistenzGottesgefundenzu haben.Sieargumentieren,daßdie
EntstehungdesLebens,dieEntwicklungvonSpracheundIntelligenzsowie dieAuspr̈agunggewisser
ethischerGrundvorstellungenalleinedurchrationaleÜberlegungen(wie etwaderEvolutionstheorie)
erklärbar seienund daßdeswegen kein Gott

”
notwendig“ sei (den es demzufolgeauchgar nicht

gibt – eineäußerstfadenscheinigeBegründung).Mit Hilfe von NeuronalenNetzenversuchendiese

”
Experten“ danndenEntwicklungsprozeßim kleinenStil in Zeitraffer zumodellierenundsichselbst

alseineArt
”
Scḧopfer“ zu beẗatigen(einewohl krankhafteFormvon Größenwahnsinn).

Es ist kein Wunder, wennjemand,der von ComputernkaumAhnunghat, abgesehenvon dem,
wasihm in denMedien(Zeitung,Fernsehen)dar̈ubererz̈ahltwird (dersogenannte

”
Otto-Normalver-

braucher“ also),angesichtsdieserFantastereienvereinzelter
”
Computerspezialisten“ regelrechtAngst

bekommt.Angstdavor, dieangesprochenen
”
Amateurscḧopfer“ könnteneinenperfektenkünstlichen

Menschenentwickeln, einenRoboter, dessen
”
Elektronenhirn“ weit leistungsf̈ahigerseinwürdeals

dasmenschlicheGehirn, oder Computer, die irgendwann sich so verselbsẗandigen,daßsie durch

”
bewußtesHandeln“ denMenschenbedrohenodergarvernichtenkönnten.

Gott seiDankist dieForschungaufdemGebietderK ÜNSTLICHEN INTELLIGENZ heuteschein-
bar

”
unendlich“ weit davon entfernt,ein solchesHorrorszenarioverwirklichenzu können.Die Me-

thoden,die angewendetwerden,wenn man ein NeuronalesNetz zum Erlerneneinesbestimmten
Sachverhaltsbringenwill, habennämlichbiologischgesehenso gut wie garnichtsmit demzu tun,
wasdasmenschlicheGehirnbeimLernenmacht2. Beim BEAUFSICHTIGTEN LERNEN, einemsehr
wichtigenTeilgebietderNEURONALEN NETZE, umdassichdievorliegendeAusarbeitungdreht,gibt
esbeispielsweiseein ziemlichgrundlegendesLernverfahrennamensBACKPROPAGATION.

”
Lernen“

wird mit BackpropagationabstrahiertzuderAnwendungeinesmathematischenKalküls,derVerwen-
dungderausderAnalysisbekanntenein-undmehrdimensionalenKettenregelsowie derBerechnung
mittels einerRekursionsformel.Es gibt nunkeinerleiernstzunehmendeBegründungdafür, daßdas
Gehirnauchnurann̈aherndähnlichesveranstaltet.

Gehtmanandererseitsnüchternandie Sacheheran(ohnedenEhrgeiz,Gott spielenzu wollen),
solassensichtrotz aller (Interpretations-)Schwierigkeiten mit NeuronalenNetzenallgemeinundbe-
aufsichtigtemLernenim besondereninteressanteundzumTeil erstaunlicheErgebnissebeobachten,
unddarumwird esin dennachfolgendenAbschnittengehen.

1einziemlichbekannterVertreterdieser
”
radikalen“ Richtungist derleidlich ber̈uhmteMARVIN M INSKY

2wasdasGehirn genaumacht,ist noch weitgehendunbekannt,man kann abersagen,daßdie für NeuronaleNetze
benutztenLernverfahrendamitnichtszu tunhaben
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2 Grundlagen

Lernfähigkeit,
Verallgemeinerungsfähigkeit und
Fehlertoleranz

sinddie dreiEigenschaftenneuronalerNetze,die diesesointeressantmachenunddieEntwicklungs-
arbeitenauf diesemGebietmotivieren.Eswerdenflexible, lernfähigeUniversalprogrammegesucht,
die für ihre spezifischeAufgabenicht in allenEinzelheitenprogrammiert,sondernanhandvon Bei-
spielentrainiertwerdenundsichdadurchselbstorganisieren.NachderTrainingsphasesollensie in
derLagesein,auf unbekannteEingabenkorrekt zu reagieren,alsodasvorherGelerntezu verallge-
meinernundaufneueSituationenanzuwenden.Mit jederneuenEingabelernensieweiter, indemsie
ihre Signalversẗarker anpassenunddadurchdengemachtenFehlerreduzieren.Dochwasgenaupas-
siertbeisolcheinemLernvorgang?DasTrainiereneinesneuronalenNetzesfolgt bestimmtenRegeln
bzw. Verfahren.SolcheLernverfahrenbildendenSchwerpunktdieservorliegendenAusarbeitung.Es
werdenAlgorithmenausdemBereichdesbeaufsichtigtenLernensunddie damiterzieltenErgebnis-
sevorgestellt.Bevor jedochdie einzelnenAlgorithmenangegangenwerden,sollendie wesentlichen
KomponenteneinesneuronalenNetzesumrissenwerden.Ein neuronalesNetzbestehtim technischen
Sinneaus3 Komponenten:� denKnotenundihrenSynapsen,� derNetztopologie,die die NetzstrukturundVernetzungbestimmtund� denLernregelnbzw. -verfahren,die die Ver̈anderungdersynaptischenGewichtezwi-

schendenNeuronenbestimmen

2.1 Knoten und Synapsen

Die KnoteneinesneuronalenNetzessollenim weitestenSinnedenNeuronendesbiologischenVor-
bildesentsprechen.Ein Knotenerḧalt eineMengevon Eingangssignalen,verarbeitetdiesemit Hilfe
diverserRechenoperationenunderzeugteinAusgangssignal,dasanverschiedeneandereKnotenwei-
tergeleitetwird.

�� �

� ���

Knoten
�

�	� �	� 
�
�
 �	�

��
 ��� 
�
�
 ���
��� ���� 
 ��� �

���
Ausgabefunktion

Aktivierungsfunktion�
Eingabefunktion( ����� � ) incl. Bias

Abb. 2.1: Modell desKnotens
���
�� 
�
�
 ��� � Eingangssignale ��� 
 � 
�
�
 � ��� � Synapsen �	� Ausgangssignal
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DasGed̈achtnisbzw. die lokalenSpeicherdesKnotenswerdendurchdie Synapsenrepr̈asen-
tiert. Diesewerdenauchals (synaptische)Gewichte ��� bezeichnet,dasiedie eingehendenSignale
’gewichten’,alsoversẗarkenoderabschẅachen.

Die Rechenoperationenerfolgenin drei Etappen.Zunächstwerdendie gewichtetenEingangs-
signalevon derEingabefunktion����� � zumNetto-Eingangssignalzusammengefaßt,z.B. durchAuf-
addieren: ����� � �"! �#%$ 
 ��� # � # . Aus diesemNetto-Eingangssignalund evtl. der Vorgeschichtedes
Knotensergibt sich mit Hilfe der Aktivierungsfunktion� die

”
Aktivität“ desKnotens(sieheAbb.

2.2). Schließlichbestimmtdie AusgabefunktionausdermomentanenAktivität desKnoten,welcher
Wertnachaußenweitergegebenwird. In vielenFällenist dieAusgabefunktiondie identischeFunkti-
on undspieltbei denweiterenUntersuchungenkeineRolle.

NachfolgendsindeinigeBeispielefür Aktivierungsfunktionen aufgef̈uhrt.

&('
0

�)
1

Stückweiselinear

&*'
0

�)
1

Schwellwert

& '
0

�)
1

Sigmoid

Abb. 2.2: Aktivierungsfunktionen

Besondersinteressantfür dasTrainierenvon neuronalenNetzenist die sigmoide(s-förmige)lo-
gistischeFunktion,dasieeinigewichtigeEigenschaftenbesitzt,vondenenhierzweierwähntwerden
sollen:

Sie ist stetigdifferenzierbar- einewichtige Voraussetzungfür beispielsweisedasin Kap. 3.3
vorgestellteGradienten-Verfahren.

Die x-Wertewerdenin drei Bereicheabgebildet:

- linear region: sehrkleine + ' + werdenauf den linearenBereichum den Wendepunktherum
abgebildet,

- clippedregion: sehrgroße + ' + werdenauf die Werte ,.- und ,0/ abgebildet(zur x-Achse
paralleleBereiche),

- curvedregion: alleanderenx-Wertewerdenin diedazwischenliegendengekr̈ummtenBereiche
abgebildet.

DurchWahl von unterschiedlichenGrößenordnungenfür die GewichtekannaufgrunddieserEi-
genschafterreichtwerden,daßdasNetz auf gleicheEingabevöllig unterschiedlichreagiert(siehe
Autoregressiver Backpropagation-Algorithmusin Kap. 4.4).

2.2 Topologien

Wie die Knoten desNetzesangeordnetsind und welchemiteinanderkommunizieren,wird durch
die Netztopologiefestgelegt. Sie gibt die innereStruktur desNetzeswieder, z.B. die Anzahl der
Schichtenund Vernetzungsart.In vielen Fällen liegt es in der Hand desNetzdesigners,eine für
die zu bewältigendeProblemstellungad̈aquateTopologiezu wählen. Es existierenallerdingsauch
Lernalgorithmen,die ihreTopologieselbstdynamischandasPoblemanpassenkönnen.
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Abb. 2.3: NetztopologienI

Ein zweischichtigesNetzbestehtauseinersog. Eingabe-undeinerAusgabeschicht. DasBei-
spielzeigtdenallgemeinenAnsatzmit vollständigerVernetzung(diesichdurchNullsetzeneinzelner
Gewichte’ausd̈unnen’läßt).

Demgegen̈uberbesitzteinmehrschichtigesNetzzus̈atzlicheineodermehrereverborgeneSchich-
ten, derenEin- und Ausgangswertevon der Ein- und Ausgabeschicht

”
verdeckt“ sind. Verborgene

Knotensinddie QuellenmöglicherAbstraktionsleistungen underlaubendie Lösungvon wesentlich
komplexerenProblemstellungen.

EinenSpeziallfall diesesallgemeinenAnsatzesbildensog.Feed-Forward-Netze. Die linkeGra-
phik der Abbildung 2.3 stellt ein vollständigvernetztesFeed-Forward-Netz dar. Alle Eingangssi-
gnalekommennurvondendarunterliegendenSchichtenundalleAusgangssignalewerdennurandie
dar̈uberliegendenweitergeleitet. Die Knotender Eingabeschichtbesitzendie Besonderheit,daßsie
keineEingabesignaleim üblichenSinneerhalten,sondern

”
gesetzt“ werden.D.h. denEingabeknoten

wird ein Wert zugewiesen,densie ohneweitereVerarbeitungan die folgendeSchichtweiterleiten.
DieseEigenschaftführt dazu,daßin der Literatur (z.B. in [6]) ein Netz wie dasin Abbildung 2.4
links manchmalals ein zweischichtigesNetz bezeichnetwird. Die Graphikrechtsist dagegenkein
Feed-Forward-Netz.Siezeigtein unvollständigundschichten̈ubergreifend vernetztes,starkrückge-
koppeltesNetz.

Eingabeschicht

verborgeneSchicht

Ausgabeschicht

Feed-Forward-Netz

Eingabeschicht

Ausgabeschicht

verborgeneSchicht

kein Feed-Forward-Netz

Abb. 2.4: NetztopologienII
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2.3 Darstellungsarten

Die ebenvorgestellteKnotendarstellung lehnt sich an dasbiologischeVorbild an und ist intuitiv
versẗandlich.AndersdieMatrixdarstellung . Sieist mathematischorientiertundverlangtvom Leser
einehöhereAbstraktionsleistung.

S
c
h
i
c
h
t

A

Sc h i c h t B

a

b

c

x y

Abb. 2.5: Matrixdarstellung

Die KnoteneinerSchichtwerdenalsZeilen,diederbenachbartenSchichtalsSpaltendargestellt.
Rechtecke an den Kreuzungspuktender Zeilen und Spaltenbilden die Verbindungzwischenden
KnotenderzweiSchichtenab. BeideDarstellungsformensindinhaltlich identisch,sieunterscheiden
sichnur in derZweckm̈aßigkeit für bestimmteAufgaben.

2.4 Klassifizierung der Lernverfahren

Die Lernregelnbzw. -verfahrenlassensichgem̈aßderVorgehensweisebeimLernenin verschiedene
Klassenunterteilen.

beaufsichtigt
Fehlerkorrektur-Lernen

Versẗarkungslernen

unbeaufsichtigt
Lernregeln

Abb. 2.6: KlassenderLernverfahren

DasbeaufsichtigteLernenerforderteinen
”
Lehrer“ , der sagt,wie dasNetz in der vorliegenden

Situationzu reagierenhat. Beim Fehlerkorrektur-Lernenwird die Kenntnisder gewünschtenAus-
gabe(target � � ) vorausgesetzt.DasLernen,d.h. die Gewichtëanderungerfolgt entsprechenddem
gemachtenFehler, alsoderDifferenzzwischendergewünschtenunddertats̈achlicherzieltenAusga-
be � �213�	� . Dabeiwird eineAktualisierungderGewichtenachdemDurchlauf(Pr̈asentation)einer
einzelnenEingabeals fortlaufende Aktualisierung bezeichnet.Werdendie Gewichtedagegenerst
nacheiner ganzenEpoche(d.h. nachDurchlauf aller Eingabeneiner Trainingsmenge)korrigiert,
handeltessichum periodischeAktualisierung .

Beim Versẗarkungslernenist demNetzdergenauerFehlernicht bekannt.Esorientiertsichallein
anderBewertungdesErgebnisesdurchden

”
Lehrer“ mit

”
gut“ oder

”
schlecht“ , 1 oder0.

Beim unbeaufsichtigtenLernenarbeitendie Netzevöllig autarkohne’Untersẗutzung’ von au-
ßen. Der Lernvorgang,d.h. die Änderungder synaptischenGewichte erfolgt in Abhängigkeit der
KorrelationzwischendenEingabesignalenundderAktivität desKnotens.

In den folgendenKapiteln werdendiverseLernalgorithmenausder Klassedesbeaufsichtigten
Fehlerkorrektur-Lernens betrachtet.
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3 Der konventionelleBackpropagation–Algorithmus (BP)

3.1 Einleitung

WasNeuronaleNetzeeigentlichsind,wurdeja in denvorangegangenenAbschnittenbereitserläutert,
ebensowiedieGrundideedesbeaufsichtigtenLernens.BeimEntwurfvonNeuronalenNetzenspielen
Struktur̈uberlegungenzwar keineunwichtigeRolle, besondereBedeutungkommtaberderWahl des
Lernverfahrensbzw. derLernregel zu.

DaNeuronaleNetzenichtwie konventionelleComputerexplizit durchBefehleundAnweisungen
programmiertwerden,sondernselbstorganisiert durchdie Anpassungihrer Gewichte gem̈aßeiner
vorgegebenenLernregel, ist mannaẗurlich starkdaraninteressiert,daßdie vollständigeAnpassung
derGewichtenichtallzu langedauertunddaßdieLösungaucheinigermaßensichergefundenwird.

Konvergenzgeschwindigkeit und Sicherheit(bzw. Stabiliẗat) werdenin besonderemMaßevon
derverwendetenLernregel beeinflußt.Esgibt nun (wie eigentlichimmer bei popul̈arenProblemen
der Informatik) viele verschiedeneLernregeln. Alle paarMonatestellt ein Forscherteamein neues
Verfahrenvor, in derHoffnung,damitendlichdasEi desKolumbusgefundenzuhaben.

Diese
”
neuen“ Lernregelnhabenin vielenFällendirektetwasmit einemsehrbekanntenAlgorith-

muszu tun, und zwar mit dem
”
Backpropagation–Algorithmus“ 1. DieserAlgorithmuswurde1986

von Rumelhart,Hinton und Williams [9] vorgestellt,und die Tatsache,daßderenVeröffentlichung
liebevoll als

”
Bibel derNeuronalenNetze“ bezeichnetwird, zeigtschon,wie ungeheuerpopul̈ar BP

ist2.
WennalsoüberbeaufsichtigtesLernengesprochenwird, dannmußauchvonBPgesprochenwer-

den,unddeshalbwird BPandieserStellealsersteseinerganzenReihevonLernverfahrenvorgestellt.

3.2 Die Delta–Regel

Das Ziel von beaufsichtigtemLernenist es ja stets,durch Änderung(oder
”
Aktualisierung“ ) der

Gewichte,einNeuronalesNetzeine(durchEin-/Ausgabe–Paare)vorgegebenemathematischeAbbil-
dung

”
erlernen“ zu lassen.DasNetzsoll dabeibeiEingabeeinesbestimmtenMustersdaszugeḧorige

Ausgabemustererzeugen.Wie die Gewichte zur ErreichungdiesesZiels gëandertwerdensollen,
wird durcheinesogenannte

”
Lernregel“ festgelegt.

BPbasiertaufderVerallgemeinerungeinersehreinfachenLernregelfür zweischichtigeNetze(für
Netzealso,die lediglich eineEingabe-undeineAusgabeschichtbesitzen,aberkeinerleiverborgene
Neuronen),dersogenanntenDelta–Regel3.

Ganzabstrakt,unter Zugrundelegung der in Abschnitt 2 eingef̈uhrtenBezeichnungen,hat die
Delta–Regel folgendeGestalt: 465 � #87 � 9;: � 5 # 1<� 5 #>= � 5 7 :?9 @ / = (1)�BADC�E#87 � �GFIH J#K7ML 425 � #K7 
 (2)

Man siehthier schonanderVerwendungdesIndexesN , daßdieseLernregel fortlaufendeAktualisie-
rungverwendet.N ist hier somitderIndex desaktuellenEin-/Ausgabe–Paares.

Bei diesemVerfahrenmachtmanalsonichtsanderes,alsdemSystemvonZeit zuZeit symbolisch

”
auf die Finger zu klopfen“ . Man gibt nämlich der Eingabeschichtden Eingabevektor (die

� 7 ’s),
1in derFolgeabgek̈urzt mit BP
2

”
neue“ Lernalgorithmensind in denmeistenFällen entwederWeiterentwicklungenvon BP (damit werdenwir uns

in Abschnitt4 bescḧaftigen)odersie werdenzusammenmit BP auf dasselbeProblemangesetzt,um ihre vermeintliche
Überlegenheitzudemonstrieren

3manchmalwird dieseRegelauchalsWidrow-Hoff-Regel bezeichnet,derNameDelta–Regel gef̈allt mir aberbesser, da
er direktaufdenAufbauderRegelschließenläßt
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läßt dasSystemden Ausgabevektor (die � # ’s) an der Ausgabeschichtberechnen,vergleicht dann
tats̈achlichemit gewünschterAusgabe(daher

”
( � 5 # 1O� 5 # )“ ) undändertdieentsprechendenGewichte

proportional(mit Proportionaliẗatsfaktor 9 ) zur entstehendenDifferenz.
Daß in der Formel zur Berechnungvon

465 � #K7 auchnoch
� 5 7 mit eingeht,hat damit zu tun,

daßes keinenSinn machenwürde, dasGewicht von Eingabe–Neuron
�

nachAusgabe–NeuronP
zuver̈andern,wennderFehleranNeuronP (also( � # 1O� # )) garnichtvon Neuron

�
verursachtwurde,

sondernvon anderenEingabe–Neuronen(
� 7 � / impliziert dannnämlich

4 ��� 7 � / Q � ). Im übri-
gensolltedie Änderungvon � #K7 nachderPr̈asentationdesEin-/Ausgabe–PaaresN umsogrößersein,
je mehr � #K7 zumFehlerbei derPr̈asentationN beigetragenhat(je größeralso

� 5 7 ist).

3.3 DasGradienten–Verfahren

Daßdie Delta–Regel auchwirklich funktioniert,daßdurchsiealsodie Gewichtesoeingestelltwer-
den,daßderGesamtfehlerminimal4 wird, dashängtmit demausderMathematikbekanntenMinimie-
rungsverfahrendurchGradienten–Abstieg (oderkurz: Gradienten–Verfahren) zusammen.Bevor ich
diesenZusammenhangabergenauerbeleuchte,möchteich allgemeinauf dasGradienten–Verfahren
eingehen.

DasGradienten–Verfahrenist ein Iterationsverfahren,daszur Minimierung mehrdimensionaler
Funktionenverwendetwird. Seiz. B. eineFunktion RTSVU W �YX U W gegeben.Gesuchtist dasjenige'[Z , für dasR : '\Z = minimalwird. Gegebenseiweiterhinein

”
Startpunkt“ 'V] �^: '[] 
 � 
�
�
 � 'V]� = . Ausder

Analysisist nunbekannt,daßderVektor_a`cbed R : ' ] = �gfih�jh�k	l : 'V] = � 
�
�
 � h>jh�k�m : '[] =on
die RichtungdesstärkstenAnstiegsvon R ausgehendvom Punkt '[] angibt. Für dennächstenItera-
tionsschrittwählt mandemzufolgeeinenPunkt ' 
 , der von ' ] ausin genauder entgegengesetzten
Richtung5 erreichbarist. Anschaulichgesprochenist dasdie Richtung,in die eineKugel, die imU W �cp 
 im Punkt : '[] � R : 'V] =�= auf den Graphenvon R aufgesetztund losgelassenwürde, losrollen
würde.

Dieswiederholtmanim Punkt' 
 , um ' � zuerhalten,usw., bisderGradientvon R
”
verschwindet“

(zumindestnäherungsweise).Allgemeinerḧalt manalsodieVorschrift' � p 
 � ' � 1rqtsD_u`	bed R : ' � = :vqw@ / = � (3)

wobei q dieGrößedesSchrittesbestimmt,derin derjeweiligenIterationin derRichtungdessteilsten
Abstiegsgewähltwird.

Wärendie Schritteinfinitesimalklein, sowürdedie Folge R : 'V] = � R : ' 
 = � 
�
�
 � R : '\Z = strengmo-
notonabfallen,undmanwürde(auf jedenFall) denPunkt ' Z finden,auchwenndiesdann

”
unendlich

lange“ dauernwürde. Beim mathematischenGradientenverfahrenwird daherderParameterq durch
zus̈atzlicheOptimierungsverfahrenim jeweiligenIterationsschrittsogroßwie möglich gewählt. Der
Einfachheithalber(auchim Hinblick aufdiesp̈atereVerwendungbeiBP)wähltman q hier konstant,
und dabeigroß genug, damit die Konvergenznicht zu langedauert. Damit ist aberauchklar, daß
essichhier nur um ein Näherungsverfahrenhandelt,daßalsokein hundertprozentiger Gradienten–
Abstieg durchgef̈uhrt wird. Man mußaufpassen,daßder Parameterq nicht zu groß gewählt wird,
sonstist Konvergenzeventuellgarnicht mehrmöglich.

Als einfachesBeispielmöchteich dieFunktion R : ' � ) = �yx L ' � L ) � minimieren,die in Abbil-
dung3.1dargestelltist.

4im Idealfall naẗurlich 0
5alsoin derRichtungdessteilstenAbstiegs
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&

�

�
'

)

R : ' � ) =

x

Abbildung3.1: R : ' � ) = �yx L ' � L ) � (Parabolid)

Man sieht sofort, daßdie Funktion R ihr globales(und einzigeslokales)Minimum im Punkt: ' � ) = �z: / � / = hat. Als Startpunktwähle ich : ' ] � ) ] = �{: -�/c/ � -�| = und als q den Wert / 
~} . Da_a`cbud R : ' � ) = ��: | ' � | ) = , erḧalt man nacheinanderfolgendeNäherungen(die Iteration wurde so
langedurchgef̈uhrt,bisdieAbweichungbeiderWerte ' und ) vomgewünschtenOptimalwert jeweils
kleinerals -�/e��� waren):: ' 
�� ) 
 = �^:?� / � � 
~� = : ' �	� ) � = �^: -�� � - 
~� | = : 'V� � ) � = �^: � 
 � � / 
�� � � =: 'V� � ) � = �^: | 
~� � � / 
~} / � | = : ' � � ) � = �^: - 
 /�| � � / 
 -�|c| �c� = : 'V� � ) � = �^: / 
 � / � � � / 
 / � � - � | =: '[� � ) � = �^: / 
 -�� }c� � � / 
 /�- � �c�	/ � = 
�
�
 : ' 
��	� ) 
�� = , : / � / = �
eswerdenalsolediglich18 Iterationsschritteben̈otigt, um dasMinimum zu finden6.

Dies soll zur VeranschaulichungdesGradienten–Verfahrenseinmalgen̈ugen. Ich möchtenun
zeigen,daßdie Delta–Regel auchnichtsanderesmacht.

Seihierzufür jedesEin-/Ausgabe–PaarN die Funktion � 5 (dieFehlerfunktion) gegebendurch:

� 5 � -|�� # : � 5 # 1<� 5 #�= � (P läuft überalle IndizesderAusgabeneuronen)
 (4)

Außerdemnehmenwir an, daßdie Aktivierungsfunktionen der Ausgabeneuronenlinear sind, daß
alsogilt: � 5 # � � 7 � #K7 � 5 7 (

�
läuft hier überalle IndizesderEingabeneuronen)
 (5)

Ich werdenun zeigen,daßdie Delta–Regel unterdiesenVoraussetzungengenaueineMinimie-
rung der Funktion � 5 (aufgefaßt als abḧangigvon denGewichten � #K7 ) durchGradienten–Abstieg
implementiert.

6bei �����>� � verringertsichdie Anzahlderben̈otigtenIterationsschritteauf 11,bei ������� � brauchtmangarnur einen
Schritt;bei �[�O� aberoszilliert dasVerfahrenzwischendenPunkten ¡�I�¢��£��8¤¢¥ und  ¡¦t�I�¢��£�¦t�8¤¢¥



BeaufsichtigtesLernen– SeminarNEURONALE NETZE 10

Der Gradientvon � 5 bez̈uglich derGewichte � #87 bestehtja ausdenpartiellenAbleitungen h�§©¨h�ªe«�¬ .
Für einesolchepartielleAbleitunggilt nun:1<­ � 5­ � #K7 � 1®­ � 5­ � 5 # ­ � 5 #­ � #K7 (eindimensionaleKettenregel)� : � 5 # 1<� 5 #>= si­ � 5 #­ � #87 (Gleichung(4))� : � 5 # 1<� 5 #>= � 5 7 (Gleichung(5))¯ 4 5 � #87 (Gleichung(1)) 


Darausfolgt also,daßdie AnwendungderDelta–Regel geradeeinerMinimierungderFunktion� 5 durchGradienten–Abstieg entspricht.Falls derProportionaliẗatsfaktor7 9 klein genugist, soent-
sprichtein VorgehennachderDelta–Regel sogareinerMinimierungdesGesamtfehlers� � ! � 5
summiertüberalle N (näherungsweise)durchGradienten–Abstieg, denn­ �­ � #K7 � � 5 ­ � 5­ � #87 

3.4 Die Verallgemeinerungder Delta–Regel

Die Delta–Regel funktioniertwunderbarbeizweischichtigenNetzen,sieist einfach,unmittelbarein-
sichtigundnachdemim letztenUnterabschnittGesagtenauchmathematischsinnvoll. Esstellt sich
nurdasProblem,daßmanche(durchausinteressanteundrealistische)Aufgabenebennichtvonzwei-
schichtigenNetzengel̈ostwerdenkönnen.Sowird manesz. B. nichtschaffen,einNeuronalesNetz,
daskeinerleiverborgeneNeuronenbesitzt,die bekannte

”
XOR“ –Funktionlernenzu lassen.

Für allgemeinere,mehrschichtigeNetzeist aberdieDelta–Regelnichtgeeignet,dennsieerfordert
die KenntniseinergewünschtenAusgabe,und für verborgeneNeuronengibt es nun einmalkeine
gewüschteAusgabe(nur für die Ausgabe–NeuronensindZieldatenfestgelegt). BP benutztnuneine
VerallgemeinerungderDelta–Regel aufeineumfassendereKlassevon NeuronalenNetzen,undzwar
aufdie sogenanntenfeedforward–Netze,die keineZieldatenfür verborgeneNeuronenben̈otigen.

Für dieseVerallgemeinerungmußzun̈achstvorausgesetztwerden,daßdie Aktivierungsfunktion
dereinzelnenNeuronendifferenzierbarseinmuß.AußerdemmußdieseFunktion(die übrigensnicht
unbedingtfür jedesNeurongleich sein muß, dies meistensaberdoch ist) nichtlinear sein8. Oft
verwendetmandie in Abbildung2.2dargestelltesigmoide(

”
s-förmige“ ), logistischeFuntion � : ' = �

 p\°8±c² .

FürdieGesamteingabe����� 5 # , diebeiPr̈asentationN andem(verborgenenoderAusgabe–)NeuronP anliegt sowie derenAusgabe� 5 # soll nunfolgendesgelten:

����� 5 #z³ Cv´� � 7 � #K7 � 5 7 L¶µ # (6)� 5 # ³ Cv´� � : ����� 5 # = 
 (7)

Dabeiist µ # derBiasdesNeuronsP . Er kannalsGewicht einerVerbindunginterpretiertwerden,die
ein Neuron,dasanseinemAusgangstetsdenWert - anliegenhat,mit demNeuronP verbindetund
wie eineArt negativer Schwellwert wirkt. Außerdemgilt für ein Eingabe–Neuron

�
: � 5 7 � � 5 7 (die

7 · wird auchLernrategenannt
8ein paarklugeKöpfekonntenzeigen,daßeszu jedemmehrschichtigenNetzmit linearenAktivierungsfunktionenein

funktional-̈aquivalenteszweischichtigesNetzgibt
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AktivierungenderEingabe–Neuronenergebensichalsodirekt ausdemEingabemuster, eswird hier
nicht die Aktivierungsfunktion� angewendet).

Eswird sichsp̈aterherausstellen,daßwir die AbleitungderAktivierungsfunktionben̈otigen,ich
möchtediesedaherhier schonbereitstellen:

� : ' = � -- L � � k��¸ �[¹ : ' = � 1 -: - L � � k = � :I1 � � k =� -- L � � k<º - 1 -- L � � k[»��¸ ­ � 5 #­ ����� 5 # �y� 5 # : - 1<� 5 #�= 
 (8)

Nun (endlich)kannmanherangehen,die Delta–Regel zu verallgemeinern9. Will manerreichen,
daß(wie beiderDelta–Regel)eineMinimierungderFehlerfunktion(Gleichung4) durchGradienten–
Abstieg erfolgt, so mußmandafür sorgen,daßderWert, mit demein Gewicht im Anschlußan die
Pr̈asentationN aktualisiertwird (das

”
Delta“ ), proportionalzur partiellenAbleitungderFehlerfunkti-

on nachdemjeweiligenGewicht ist. Genauergesagtmußalsogelten:465 � #K7 ¯^1<­ � 5­ � #K7 

Nun ist eszun̈achsteinmalhilfreich, zu wissen,wie diesepartiellenAbleitungenüberhauptbe-

rechnetwerdenkönnen.Ich zeigedazuvorhereineHilfseigenschaftundnehmedafür folgendeSet-
zungvor: ¼ 5 #½³ Cv´�¾1�­ � 5­ ����� 5 # 

Die

¼ 5 # ’s sollenFehlersignaleheißen.Die BerechnungeinesFehlersignalsist abḧangigdavon, ob
daszugeḧorigeNeuronein Ausgabe–Neuronoderein verborgenesNeuronist.

I. (P Ausgabe–Neuron)

¼ 5 # � 1¿­ � 5­ ����� 5 # (Definition)� 1 ­ � 5­ � 5 # ­ � 5 #­ ����� 5 # (eindimensionaleKettenregel)� 1 ­ � 5­ � 5 # � 5 # : - 1<� 5 #>= (Gleichung(8))¼ 5 # � : � 5 # 1<� 5 # = � 5 # : - 1r� 5 # = (Gleichung(4)) (9)

II. (P verborgenesNeuron)

¼ 5 # � 1 ­ � 5­ ����� 5 # �À1 ­ � 5­ � 5 # ­ � 5 #­ ����� 5 # �^1 ­ � 5­ � 5 # � 5 # : - 1<� 5 #>= (s. o.)� 1�� 5 # : - 1<� 5 #>= � � ­ � 5­ ����� 5 � ­ ����� 5 �­ � 5 # (mehrdim.Kettenr.)

� 1�� 5 # : - 1<� 5 #>= � � ­ � 5­ ����� 5 � ��� # (Gleichung(6))

9diesist jetztdereigentlicheKernvon BP
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 (10)

Die Fehlersignaleder Ausgabe–Neuronenwerdenalsodirekt (ähnlichwie in der Delta–Regel) be-
rechnetunddieFehlersignalederverborgenenNeuronenrekursiv ausdenFehlersignalenderdar̈uber
liegendenSchichten.Die Eingabe–NeuronenhabenwedereingehendeGewichtenochFehlersignale.
Diese

”
Rückwärts–Ausbreitung“ derFehlersignalehatübrigensauchzudemNamenBackpropagati-

on geführt.
Mit all dieserVorarbeitist esnunein leichtes,die partiellenAbleitungen­ � 5aÁ ­ � #K7 (bzw. deren

Negat)zuberechnen.Esfolgt nämlich:1<­ � 5­ � #87 � 1¿­ � 5­ ����� 5 # ­ ����� 5 #­ � #87 (eindimensionaleKettenregel)� ¼ 5 # ­ ����� 5 #­ � #K7 (Definition)� ¼ 5 # � 5 7 (Gleichung(6))

NunmußmannurnocheinenProportionaliẗatsfaktor (odereineLernrate) 9 wählen,undschonergibt
sichmit 465 � #87 � 9 ¼ 5 # � 5 7 (11)

in Verbindungmit Gleichung2 die Verallgemeinerugder Delta–Regel auf beliebigefeedforward–
Netze.

Technischwird dasVerfahrenso realisiert,daßman zuerstin einemVorwärts–Durchlaufalle
Werte ����� 5 # bzw. � 5 # berechnetunddannin einemRückwärts–Durchlaufdie Fehlersignale

¼ 5 # und
darausdie Werte

465 � #K7 für die Aktualisierung.

3.5 Einige FeinheitendesBP–Algorithmus

Im Prinzip funktioniert BP alleine unter Benutzungder im vorangegangenenUnterabschnittauf-
geführtengrundlegendenGleichungenfür

¼ 5 # bzw.
425 � #87 . Esgibt allerdingsBeschleunigungsme-

thoden,diebereitsin [9] angegebenwurden,unddiedeshalbalsdirekterBestandteildesBackpropaga-
tion–Algorithmusanzusehensind.

Die Biases

Zuallererstmöchteich jedochetwaszu denBiasessagen,auchwennessich dabeieigentlichnicht
um eine

”
Feinheit“ von BP speziell,sonderneherum eineFeinheitjedesLernverfahrensallgemein

handelt.Bei genaueremHinsehenfällt einemnämlichauf, daßim vorangegangenenAbschnittzwar
sẗandigvon der Aktualisierungder Gewichte bzw. von den

465 � #87 die Redeist, nie abervon den
Biases.Esstellt sichdie Frage,wie manzu derenWertenkommt. Fallendie etwa vom Himmel (d.
h. mußmandie erraten)?

Nun,GottseiDankist hierkeineRatereivonn̈oten.MankanndieBiasesgenauso
”
lernen“ lassen,

wie jedesandereGewicht auch10, dennim GrundesindBiases(wie schongesagt)nichtsanderesals
Eingangs–Gewichtevon einemNeuronkommend,daspermanentdenWert - liefert.

10dasist auchderGrunddafür, warumesfür dieBiaseskeineextraLernregelgibt
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Die Lernrate

Ein anderesProblem(dasnunaberwirklich speziellmit BPzusammenḧangt)ist dieGrößederLern-
rate 9 . Wie im Zusammenhangmit demGradienten–Verfahrenbereitserläutert,müßtenfür eineex-
akteMinimierungdurchGradienten–Abstieg infinitesimalkleineSchrittegewählt werden,wasdazu
führenwürde,daßmanunendlichlangebrauchenwürde(vor allem dann,wennsichein Iterations-
punktweit entferntvom gesuchtenOptimumbefindet).Man mußdaherdie Schrittevergrößernund
dabeiin Kauf nehmen,daßdasganzedannnurnocheinNäherungsverfahrenist. Nun gilt allgemein,
daßdie GrößeeinesSchrittesumsogrößerist, je größerderWertderLernrateist.

Man wird demnachbestrebtsein,die Lernratemöglichstgroßzu wählen.Dabeiist allerdingszu
beachten,daßbei großerLernratedasVerfahrenschnellinstabilwerdenkann. Wird in der Iteration
nämlich ein Punkt erreicht,der an der Wand einer

”
Schlucht“ hinsichtlich desGraphen11 von �

gelegenist, sowird die Steigungin diesemPunkt(d. h. die partielleAbleitungderFehlerfunktion
nachderKoordinate,die senkrechtzu der

”
Schlucht“ verläuft) sehrgroßsein,undwegendergroßen

Lernratewird dannein sehrgroßerSchrittausgef̈uhrt, dereventuellüberdasgesuchteMinimum an
diegegen̈uberliegendeWandder

”
Schlucht“ führt. Die Folgewäredann,daßdasVerfahrenzwischen

mehrerenPunktenrundum dasgesuchteMinimum oszilliert.

Der Momentum–Term

Um dieserGefahr(zumindestteilweise)auszuweichen,kannmanaufdenAktualisierungswerteinen
sogenanntenMomentum–Term draufaddieren,der dasVerfahrenetwasträger, alsonicht so anf̈allig
für plötzlicheÄnderungenderSteigungmacht.Diessiehtdannsoaus:465 � #K7 : � L - = � 9 ¼ 5 # � 5 7 L3Â 465 � #K7 : � = 
 (12)

Mit anderenWorten:die ÄnderungdesGewichts � #K7 im Anschlußandie : � L - = ’ te Pr̈asentationist
jetztnichtmehrnurabḧangigvomaktuellenGradienten,sondernauchvonderÄnderungim Zugeder� ’ tenPr̈asentation12. Der ParameterÂ (derzwischen0 und1 liegt) bestimmt,wie starkderEinfluß
desvorherigenSchrittesaufdenaktuellenist.

Der Momentum–TermleistetausderSichtvieler Autorennicht das,waser leistensoll (nämlich
eineBeschleunigungdurchErmöglichungderErhöhungderLernrate),undessei,sodieMeinungvie-
ler Autoren,eineüble

”
Probiererei“ , bismandenoptimalenWertfür Â gefundenhabe.Ich pers̈onlich

mußabersagen,daßich sehrguteErfahrungenmit demMomentum–Termgemachthabe,undzwar
bei derLösungdes

”
XOR“ -Problems(siehehierzudasListing im Anhang).Die Konvergenzwarmit

Momentum–Termviel schnelleralsohne,undauchdie SuchenacheinemoptimalenWert für Â war
nicht schwer(Wertenahebei - , d. h. / 
~� undgrößerscheinensehrgutgeeignetzusein).

WarumderParameterÂ zwischen0 und1 liegenmuß,ist vielleicht nicht unmittelbarklar, man
kann sich den Sinn dieserForderungjedochganzleicht anhandeiner Skizze(s. Abbildung 3.2)
klarmachen.

11mansolltesichdieseAusdrucksweisenuranhanddesdreidimensionalenRaumsklarmachen,damansichsonst,ange-
sichtderüblicherweisesehrvielenDimensionendesGewichtsvektors,nur unn̈otigeKnotenins Gehirnmacht

12manbeachte,daßmansichdamitimmermehrvomreinenGradienten–Verfahrenentfernt
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Abbildung3.2: KonvergenzohneMomentum13

Man sieht, daß(ohneMomentum!) die vorgenommenenSchritteam Ende, in der NähedesMi-
nimums,(im Idealfall) immer kleiner werden. Bei einemMomentum–Faktor größerodergleich 1
würdedieszur Folgehaben,daßderBeitrag,dervom Momentum–Termherkommtgrößerwäreals
derBeitragdes

”
Gradienten–Abstiegs–Terms“ . Würdedie Konvergenztendenziellsoaussehen,wie

aufdemlinkenBild vonAbbildung3.2,wo aufeinanderfolgende Aktualisierungsvektorengrunds̈atz-
lich unterschiedlicheOrientierungenhaben,dannkann in diesemFall ( ÂÄÃ - ) dasSystemnicht
konvergieren.Nur in Spezialf̈allen,etwa wenndie Konvergenzehersoverläuft,wie aufdemrechten
Teilbild vonAbbildung3.2,wo dieRichtungenaufeinanderfolgenderAktualisierungsvektorenbeina-
hegleichsind14, kannmanchmaleineLösungmit Â � - (oderim Extremfall nochgrößer)gefunden
werden.

Es ist klar, daß Â nicht kleiner als 0 seindarf, da sonstin demweiter obenbeschriebenenFall
eines

”
Sprungs“ über ein Minimum, von einer Wand einer Schluchtzur gegen̈uberliegenden,der

nachfolgendeSchrittdurchdenMomentum–Termnicht(wiebeabsichtigt)verkleinertwird15, sondern
im Gegenteilnochvergrößertwird.

Die Gewichte

Ein anderesProblemvon BP (undübrigensvon sehrvielenLernverfahren)hängtmit Symmetriezu-
sammen.Die Gewichtemüssennämlichzu Beginn mit gewissenWerteninitialisiert werden.Doch
wie sinddieseWertezu wählen?Angenommen,alle Gewichtewürdenmit demselbenWert initiali-
siert.WennnundasgesamteNetzsymmetrischaufgebautist undalleNeuroneneinerSchichtgleich-
starkaktiviert sind,dannführtdasdazu,daßdieFehlersignale,die

”
vonobennachunten“ Schichtfür

Schichtweitergegebenwerden,jeweils identischsind(dieskannmansicheinfachandenFormelnder
verallgemeinertenDelta–Regel klarmachen)undmithin werdenauchdie Gewichte,die von ein und
derselbenSchichtvon Neuronenausgehen,alle mit haargenaudemselbenWert aktualisiert. Folge
ist, daßGewichte zwischenzwei Neuronen–Schichtenimmer jeweils gleich bleiben(die Gewichte
könnenzwar ihre Werteändern,aberwennein Gewicht zwischeneinerSchicht Å undeinerSchichtÆ

um denWert ' aktualisiertwird, dannwerdengleichzeitigauchalle anderenGewichtezwischen
Schicht Å undSchicht

Æ
um ' aktualisiert).

Wennesnun zur LösungdesspezifischenProblemsnotwendigist, daßverschiedeneGewichte
verwendetwerden(zwischenzwei Schichten),so kannderAlgorithmusdie Lösunglogischerweise
nie finden.Um diesesProblemzu umgehen,kannman,wie in [9] vorgeschlagenwird, die Gewichte
mit kleinen, individuell

”
zufällig“ gewähltenWerteninitialisieren16.

13der Anschaulichkeit halberwurdehier der Konvergenzprozeßvereinfachtzweidimensionaldargestellt;dasgesuchte
lokale(undhoffentlich auchglobale)Minimum wurdedurcheinendickerenPunktangedeutet;die LängederKantengibt
denBetragderAktualisierungderGewichtean,die OrientierungderKantenderenRichtung,unddie Eckendie jeweilige
LagedesGewichtsvektors

14daßsienichtgenaugleichsind,ist Absicht,nichtetwa dieFolgeeinerzittrigenHand
15Stichwort: Trägheit
16wasin diesemZusammenhang

”
klein“ bedeutetbzw. bedeutenkann,wird im nächstenUnterabschnittnähererläutert;



BeaufsichtigtesLernen– SeminarNEURONALE NETZE 15

Dashill–climbing Problem

Am EndediesesUnterabschnittsmöchteich nochkurz erwähnen,daßBP dasselbeProblemwie al-
le sogenanntenhill–climbing–Algorithmenhat. Beim hill–climbing gehtesdarum,einenRoboter
selbsẗandigaufdenGipfel einesBergesgehenzu lassen.DerRoboterkannin alle4 Himmelsrichtun-
gen

”
sehen“ (undnur in diese)undentscheidet,in welcheRichtunger einenSchrittmacht,indemer

die 4 Richtungenin bezugdarauf,wie steil esin derjeweiligenRichtungnachobengeht,vergleicht.
Er wählt dabeistetsdie Richtungmit demsteilstenAnstieg. Gehtes in jederRichtunggleichsteil
nachoben,sowählt derRoboterirgendeinenwillk ürlichenSchritt (z. B. stetsnachNorden),gehtes
in jederRichtungbergab,sobleibter stehen.

EsergebensichnunmehrereProbleme,vondenendasderlokalenMaximawohldasgravierendste
ist. GehtderRoboternämlichauf einenHügel,derbei weitemniedrigerist, alsderzu erklimmende
Berg, sowird er trotzdemauf demGipfel desHügelsstehenbleiben,dennesgehtdort in allenRich-
tungenbergab,d. h. er wird seinZiel17 nie erreichen.Auch wenner nicht zufällig die

”
richtige“

Entscheidungtrifft, wennermehrereAuswahlmöglichkeitenhat,findeterseinZiel nicht. Schließlich
führen

”
Hochplateaus“ garzu

”
Endlosschleifen“ 18.

Bei BP ist die Vorgehensweisevollkommenanalogzu hill–climbing, es wird allerdingsnicht
nachMaxima,sondernnachMinima gesucht.Stattder Frage,in welcherRichtungesam steilsten
bergaufgeht,wird derGradientbetrachtet.Ansonstengehtallesanalog19. Insbesonderetretenauch
analogeProblemeauf: lokale Minima, langgestreckteEbenen(hier würdeder Roboterwillk ürlich
entscheidenmüssen,welcheRichtungernimmt),etc.

Wederbeimhill–climbing, nochbei BP ist alsogarantiert,daßmaneineLösungfindet. Wie oft
diesnicht derFall ist, hängtzumeinenvom Zufall abundzumanderenbeimhill–climbing von der
BeschaffenheitderLandschaft.DasAnalogonzu

”
Landschaft“ heißtbei BP

”
Gewichtsraum“ . Kurz

gesagtfolgt also:die Konvergenzeigenschaften von BP hängtvon derBeschaffenheitdesGewichts-
raumsdeskonkretenProblemsab.

3.6 Einige konkreteAnwendungsbeispiele

In diesemUnterabschnittmöchteich einigeStandardprobleme(sogenanntebenchmarks) vorstellen.
Problemealso,dieeinemimmerwiederüberdenWeg laufen,wennirgendwelcheneuenLernverfah-
renveröffentlicht werdenundmit BP in bezugaufPerformanceverglichenwerdensollen.

DasGleichheitsproblem

Ein Problem,dasin diesemZusammenhangsehroft präsentiertwird, ist dassogenannteGleichheits–
Problem.Dabeigehtesdarum,festzustellen,obeineungeradeAnzahlvonEinsenuntereinerMenge
von � binärenWertenist odernicht. Benutztwird dazuein NeuronalesNetzmit einerSchichtbeste-
hendaus� Eingabe–Neuronen,einerverborgenenSchicht(prinzipiell könnenauchmehrere,endlich
vieleverborgeneSchichtenverwendetwerden)undeinemeinzigenAusgabe–Neuron,welchesgenau
dann1 liefernsoll, wennunterden � WerteneineungeradeAnzahlvon Einsenist (undsonst0).

Es ist meinesErachtensnachfraglich, ob sichdasGleichheitsproblemwirklich zumTestenvon
Lernverfahreneignet,dennein oft angestrebtesZiel desbeaufsichtigtenLernensist es ja, nur eine
Teilmengeder Ein-/Ausgabe–Paarevom Systemwirklich

”
lernen“ zu lassen,und für die restlichen

esseiandieserStellenur festgehalten,daßsichhier [9] nicht sonderlichexakt ausdr̈uckt
17denGipfel desBergesbzw. dasglobaleMaximum
18derRoboterkannniestehenbleiben,daesstetsnocheineRichtunggibt, in deresnicht bergabgeht
19bei BP werdenlediglich viel mehrDimensionenbetrachtet(zumindestmeistens)als die beidenDimensionender 4

Himmelsrichtungen
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Paaredaraufzuhoffen,daßdasSystemdurchGeneralisierungbzw. Verallgemeinerungtrotzdemdie
richtigeLösungliefert, wennnurdie Trainingsdatenhinreichend

”
repr̈asentativ“ ausgewählt sind20.

Das Gleichheitsproblemist im Hinblick auf eine Untersuchungder Generalisierungsf̈ahigkeit
denkbarungeeignet,dennbei derVerallgemeinerungnutztmandie Eigenschaftaus,daßdurchNeu-
ronaleNetzeähnlicheEingabemusterauf ähnlicheAusgabemusterabgebildetwerden.Beim Gleich-
heitsproblemist esabergeradeso,daßEingabemuster, diesichnur in einereinzigen1 unterscheiden
(Musteralso,die sichsehrähnlichsind),vollkommenunterschiedlicheAusgabenliefernsollen.

GeradeausdiesemGrundaberwird dasGleichheitsproblemalssehr
”
schwer“ angesehen(zumin-

destwasdessenRealisierungmit Hilfe von NeuronalenNetzenangeht),sodaßmandiesesProblem
geradezum TestenneuerLernalgorithmen(quasials Herausforderungfür dasneueVerfahren)für
besondersgeeignethält.

Das”XOR“ –Problem

Für � � | ist dasGleichheitsproblemgleichbedeutendmit dem
”
XOR“ –Problem21, welchesmit dem

ProgrammausAnhangA, aberauchin [9], eingehenduntersuchtwurde,undzwarunterZugrundele-
gungderin Abbildung3.3dargestelltenStruktur.
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Abbildung3.3: Strukturzur Lösungdes
”
XOR“ –Problems22

In einemerstenTestlauf(vgl. AnhangB) gabich mich zufrieden,wennderWert desAusgabe-
neuronsbei keinemder vier Ein-/Ausgabepaareum mehrals / 
 / � vom gewünschtenWert abwich.
Nachdurchschnittlichgut | � zyklischenDurchl̈aufendurchdie vier Ein-/Ausgabe–Paare(d. h. 27
Epochen),wurdedabeibereitseineLösunggefunden.In [9] ist aberein Durchschnittvon ungef̈ahr
245Epochenangegeben,allerdingswurdedabeieineviel kleinereLernrateverwendet,undauchdas
Erfolgskriteriumwar viel

”
strenger“ : eineLösungwurdeerstdannals solcheakzeptiert,wennbei

jedemEin-/Ausgabe–Paardie Abweichunghöchstens/ 
 /�- betrug.
Esfällt allerdingsauf,daßich diesesErgebnis(245)nurdannbesẗatigenkann,wennich beidieser

Wahl derParameterdie Initialgewichte extrem klein ( 1 / 
 /c/c/c/�- 
Ð
 / 
 /c/c/c/�- ) wähle23, bei
”
normaler“

WahlderInitialgewichte24 ( 1 / 
 - 
Ð
 / 
 - ) ergabsicheineviel kürzereLernzeit( -�| � Epochen),undeine
20vor allembeieinersehrgroßenAnzahlvonEin-/Ausgabe–PaarenlohntsichdiesesVorgehen
21dievier Ein-/Ausgabe–Paaremodellierennämlichgeradedie logischeXOR–Funktion
22diebeidenTeilbildersindfunktionalvöllig äquivalent,dasrechtesoll nurdenZusammenhangzwischendenBiasesÑoÒ ,ÑoÓ und Ñ�Ô unddenGewichtenhervorheben
23der Effekt (dasschlechteErgebnisnämlich) kannaberauchdurcheinenunterschiedlichenMomentum–Faktor, der

leiderin [9] nichtangegebenist, verursachtwordensein
24in sinnvollem VerḧaltniszudenWertendersp̈aterenendg̈ultigenLösung
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Vergrößerungder Lernrate(bei gleichstrengemErfolgskriterium!) erbrachteeineReduzierungder
Lernzeitaufetwaein Fünftel ( � �e
 | � Epochen).

Im fünftenund letztenTestlaufhabeich die Parameterzwar nicht gëandert,aberich habeein
Beschleunigungsverfahren angewendet,dasin [2] vorgeschlagenwird. Hierbei gehtesdarum,den

”
flachen“ Teil der logistischenFunktion )Õ� - Á : - L �c� k = (alsodort, wo sich die Funktion0 bzw.

1 asymptotischnähert; vgl. Unterabschnitt2.1 [clipped region]) zu eliminieren. Denn in diesen
Regionenist dieAbleitung ) ¹ �Ö);: - 1O) = nahebeiNull. DadieFehlersignalevon derAbleitungund
dieAktualisierungenvon denFehlersignalenabḧangen(vgl. Unterabschnitt3.4),werdendeshalbdie
in ein Neuron P , dessenAusgabe� # nahebei 0 oder1 liegt, eingehendenGewichtekaumver̈andert
werden25. Und dies trifft selbstdannzu, wenn P ein Ausgabe–Neuronist und � # von � # maximal
abweicht(auchfür solcheNeuronenist esmöglich, sich im Laufe einersehr[sehr] langenZeit zu

”
erholen“ unddiegewünschteAusgabezuliefern,aberderLernprozeßverz̈ogertsichebenerheblich).

Um auchbei diesenNeuroneneine (echte)Aktualisierungder Eingangsgewichte zu ermöglichen,
addiertmanauf die Ableitungder logistischenFunktion ) ¹ einfacheinenkonstantenWert, etwa 0.1,
auf. Man berechnetalso ) ¹ ³ C�´� );: - 1O) = L / 
 - 

Folgeist, daßderWert von ) ¹ nicht mehrzwischen0 und0.25,sondernzwischen0.1und0.35liegt
und daßNeuronen,derenAusgabenahebei 0 oder 1 liegt, sich schneller

”
erholen“ (wenn deren

Ausgabedennwirklich falschist). DasErgebnisdieserBeschleunigungist beachtlich(die durch-
schnittlicheLernzeitgehtzurück auf 32.55Epochenunddie Standardabweichungverschwindetfast
völlig).

Um
”
Ausreißer“ , bei denender Algorithmuseinfach in einemlokalenMinimum steckenbleibt

unddaherkeineLösungfindet,sinnvoll herausfilternzu können,habeich die Gewichte jeweils neu
initialisiert, wennderAlgorithmusnacheinergewissenZahlvonEpochen(der

”
restartnumber“ ), die

abḧangigvon derdurchschnittlichzu erwartendenLernzeitgewählt wurde,keineLösunggefunden
hat.

Die gewonnenenResultatehabeich in Tabelle3.4zusammengestellt.

Testlauf# I II III IV V Z
Restartnumber 50 300 100 50
Erfolgskriterium 0.05 0.01

Initialgewichte( × ) 0.5 -�/ ��� 0.1
Momentum–Faktor 0.95 0.99

Lernrate 2.0 0.25 1.0
Durchschnitt(Epochen) 27.36 243.42 129.2 48.28 32.55

Standardabweichung 12.119 71.776 10.746 18.163 2.5280
Stichprobenumfang 100

Tabelle3.4: ResultatebeimXOR–Problem

SchonandiesemkleinenundsehreinfachenBeispielkannmansehen,welchgroßenEinflußdie
vielenParameter(Lernrate,Momentum–Faktor, Erfolgskriterium,restartnumber, Größeder Initial-
gewichte)aufdieDauereinerLösungsfindunghabenkönnen.BereitseinekleineÄnderung(etwader
Lernrateum / 
~� nachobenoderunten)kannzu einererheblichenVergrößerungderLernzeit26 oder

25 Ø « entḧalt nämlichdenFaktor Ù «  ¡��¦ÚÙ « ¥ (alsojustdieAbleitungderlogistischenFunktion)Û
hier wurdezus̈atzlicheine

”
verschobene“ Ableitungfür die logistischeFunktionverwendet

26manchmalummehrereZehnerpotenzen
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garzu Divergenzführen,unddieSuchenachden
”
passenden“ Parameterwertenkannein unheimlich

langwierigerundfrustrierenderProzeßsein(eineErfahrung,die ich selbstmachenmußte).
Die schierunendlichvielenMöglichkeiten,ein Ergebniszu erhalten,sindauchderGrunddafür,

daßdie ErgebnisseverschiedenerAutorenmit demscheinbargleichenLernverfahren,angewendet
auf dasidentischeProblem,soschwervergleichbarsind. Der einebenutztein strengeresErfolgskri-
terium,derandereverzichtetauf denMomentum–Term,ein dritter initialisiert die Gewichtemit viel
kleinerenWertenundein vierterverwendeteigeneBeschleunigungsmethoden.

DasCodierungsproblem

Ein ganzanderesbenchmark–ProblemalsdasGleichheitsproblemist dassogenannteCodierungspro-
blem. Hier bestehtdasNetz ausdrei Schichten:einerEingabe–Schicht,einerverborgenenSchicht
und einer Ausgabe–Schicht.Ein- und Ausgabeschichtbestehenjeweils aus � Neuronen,die ver-
borgeneSchichtgewöhnlichausweniger. Gelerntwerdensollen � Ein-/Ausgabe–Paare,wobeizum
einenin jedemEingabemustergenauein Eingabewert27 - ist (undalle anderen/ ) undzumanderen
die Ein- undAusgabemusterjeweils identischsind.

DasNetz mußalsodie Eingabegleichsamin denverborgenenNeuronen
”
codieren“ und dann

für die Ausgabewieder
”
decodieren“ . Möchtemanüberall(alsoauchin denverborgenenNeuronen)

nur binäre(0/1) Aktivierungenhaben,so ist klar, daßdie verborgeneSchichtmindestensaus ÜÐÝcÞ � �
Neuronenbestehenmuß,denn � Ã ÜÐÝcÞ � � ß ¸ | � Ã � �
falls genauÜÐÝcÞ � � verborgeneNeuronenvorhandensind, dannergibt sich hierbeieinevollsẗandige
binäreCodierung.

Im allgemeinenläßtmanaberdemSystemein bißchenSpielraum,indemmehrverborgeneNeu-
ronenverwendetwerden,z. B. wird in [7] für BP das10-5-10–Codierungsproblem getestet.Als
durchschnittlicheLernzeitwerdendabeiübrigens-�|©- Epochenangegeben.

Andererseitsist esaberauchnicht unüblich, wenigerals ÜÐÝcÞ � � verborgeneNeuronenvorzuse-
hen28. Hier muß man sich dannallerdingsvon der Forderungtrennen,nur binäre Aktivierungen
habenzu wollen, d. h. manmußauchZwischenwertezulassen.Die gestellteAufgabekannprin-
zipiell wohl auchmit Hilfe von BP gel̈ost werden,dochscheintdie Codierungmit Zwischenwerten
(zwischen0 und1) für BP sehrschwierig,sodaßebenfalls in [7] zu lesenist, daßBP es(trotz vieler
Versuche)nichtgeschafft hat,eineLösungfür das12-2-12–Codierungsproblemin wenigerals - � /c/c/
(!) Epochenzu finden.

Es gibt noch viele anderebenchmark–Probleme,wie etwa dasZweispiralenproblem, dasT-C-
ProblemoderdasZahlenerkennungsproblem. Siealle hier im Detail vorzustellenwürdemeinesEr-
achtensnachzuweit führen.An dieserStellesollenalsodasGleichheits–unddasCodierungsproblem
zur VeranschaulichungdervielfältigenAnwendungsm̈oglichkeiten von BP einmalgen̈ugen.

3.7 Vor- und Nachteilevon BP

BP ist derwohl bekanntesteundvielleicht auchbeliebtesteLernalgorithmusin Verbindungmit be-
aufsichtigtemLernendurchFehlerkorrektur. DieshatsicherseineGründe.Sicherist aberauch,daß
nicht allesanBP gut ist, daßim Gegenteileinigesverbesserungsẅurdig erscheint(wasdannThema
desfolgendenAbschnittsüberModifikationenvon BP seinwird). Ich möchtein diesemUnterab-
schnitt,amEndedesAbschnittsüberBP, dieVor- undNachteileaufzeigen,diedenBackpropagation–
Algorithmuscharakterisieren.

27undzwar jeweilseinanderer
28dasresultierendeNetzist danneinsogenannter

”
Tight Encoder“
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Als allererstesmußmanBP zugutehalten,daßsich die Berechnungziemlich einfachgestaltet.
Der mathematischeHintergrund ist, so denke ich, schnellzu begreifen,und durchdie in Unterab-
schnitt3.4 angegebenenGleichungenist essehrleicht, dasVerfahrenauf einenComputerzu trans-
ferieren,wennmannur dafür sorgt, daßdie Indizesder Gleichungenzu denender entsprechenden
Datenstrukturzur Repr̈asentationdesNetzesim Computerkorrespondieren.

DesweiterenhatBP denVorteil derLokalität. WenneinesderGewichteaktualisiertwerdensoll,
dannkanndie Berechnungdes

4
’s vollkommenlokal erfolgen,ben̈otigt wird lediglich derWert der

partiellenAbleitungderFehlerfunktionnachdemjeweiligenGewicht undnicht etwa derkomplette
aktuelleodergarvorhergehendeGradientenvektor.

Schließlichsolltelobenderwähntwerden,daßBP außereinerSpeicherzelleproGewicht für den
vorhergehendenAktualisierungsschritt29 undeinigerHilfsspeicherstellenfür die momentaneAktua-
lisierungkeinenzus̈atzlichenSpeicherplatzbelegt, so daßauchgroßeNetzenochleicht verarbeitet
werdenkönnen. Auch die Zeitkomplexität für eine Pr̈asentationscheintziemlich optimal zu sein
(beachte:proPr̈asentationwird nur jeweils ein Vorwärts–undeinRückwärts–Durchgangben̈otigt).

An obersterStelleder Nachteilevon BP ist ganzklar die zwar (bei sehrkleinenLernraten)re-
lativ sichere,abermeistsehrlangsameKonvergenz. Durch eineReihezumeistziemlich einfacher
Beschleunigungsmethoden, von deneneinigeim folgendenAbschnitt(nebenechtenWeiterentwick-
lungenvon BP30) vorgestelltwerden,kanndiesesProblemvermindertwerden.

Ein weiterer, oft kritisierterNachteilvonBPist, daßzurKonvergenzlediglich Informationen
”
er-

sterOrdnung“ benutztwerden,d. h. eswird nur die ersteAbleitung derFehlerfunktionbetrachtet,
undeserfolgt (durchdasGradienten–Verfahren)eineMinimierungdurchlineare (nichtetwaquadra-
tische) ApproximationderFehlerfunktion.Letztendlichist aberauchhier die langsameKonvergenz
ZentrumderKritik, denndie Konvergenzordnung(die Geschwindigkeit derKonvergenzalso)ist bei
BP naẗurlich geringerals bei einemVerfahren,dasquadratischeodergar kubischeApproximation
verwendet.

Zum Schlußist nochein Problemvon BP zu nennen,dasbereitsmehrfachangesprochenwurde
und dasauchich schonintensiv sp̈urenmußte,nämlich dasProblemmit derAbḧangigkeit vonund
der Empfindlichkeit gegen̈uber der Wahl der Parameter. Wünschenwürdemansich ein Verfahren,
dasohneEingreifendurchdenBenutzerselbsẗandigdie

”
richtigen“ Parametersucht,und dabeidie

gestellteAufgabelöst.Tats̈achlichgibt esdazuauchAnsätze,zumindestgibt esVerfahren,beidenen
die Wahl derinitialen Parameter(die derBenutzerschonnochvornehmenmuß)bei weitemnicht so
kritisch ist, wie bei BP, dochdazumehrim nächstenAbschnitt.

29wegendesMomentum–Terms
30bzw. z. T. schonbeinaheNeuentwicklungen
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4 Modifikationen & Weiterführungen desBP

4.1 Quickprop

Ungef̈ahr zwei JahrenachdemBP in [9] vorgestelltwurde,veröffentlichteScottE. Fahlmanmit [2]
einentechnischenBericht, in demesum die Frageging, wie BP schnellergemachtwerdenkönnte.
NebenverschiedenenMethoden,die direkt anBP ansetzen,wie etwadie schonangesprochene

”
Ver-

schiebung“ derAbleitungderlogistischenFunktionum0.1oderdieVerwendungeinermodifizierten
Fehlerfunktion,stellteFahlmaneineneigenenAlgorithmusnamensQuickprop vor, der nur nochin
Grundz̈ugenetwasmit BP zu tunhat.

Moti vation

Fahlman’s Überlegungwar, daßderLernprozeßdurchquadratische(stattwie bei BP durchlineare)
Approximationerheblichbeschleunigtwerdenkönnte,ein Gedankengang,der im vorhergehenden
Abschnittim Zusammenhangmit denNachteilenvon BP ja schonerwähntwurde. Verwendetwer-
denbei Quickpropzwei aufeinanderfolgendeWerteder partiellenAbleitungender Fehlerfunktion,
worausauchschonfolgt, daßdieserAlgorithmuskeinefortlaufendeAktualisierungbenutzenkann,
sondernperiodischeAktualisierung(d. h. AktualisierungnacheinerganzenEpoche)benutzenmuß.
Denn die beidenaufeinanderfolgenden partiellenAbleitungenmüssenbez̈uglich derselbenMenge
von Ein-/Ausgabe–Paarenberechnetsein,nicht etwa bez̈uglich einerPr̈asentationN und bez̈uglich
einerPr̈asentationN L - .
Der Algorithmus

Man gehtnundavon aus1, daß

1. dieFehlerkurve in Abhängigkeit voneinemGewicht � durcheinenach obengeöffneteParabel
gutapproximiertwerdenkannund

2. die ÄnderungderSteigungderFehlerkurve in RichtungdesGewichtes � unabḧangigist von
allenanderen(sichändernden)Gewichten.

AufgrunddieserAnnahmenläßtsichnunderWert derAktualisierungeinesGewichtes � zumZeit-
punkt � , also

4 �à: � = , unabḧangigvonallenanderen
4

’sberechnen,undzwarmit Hilfe desvorherigen
Aktualisierungswerts

4 �à: � 1 - = sowie denletztenbeidenWertenderpartiellenAbleitung(die man
übrigensgenausowie für BP berechnet2). Kürzt mandie partielleAbleitung ­ � Á ­ �á:\â� = ( â� ist der
aktuelleGewichtsvektor)für einbestimmtes� zumZeitpunkt � mit ã : � = ab,sostehteinemalso ã : � =
und ã : � 1 - = zur Verfügung3.

Die Fehlerkurve in Abhängigkeit desGewichts � zumZeitpunkt � wird nunalsPolynomzweiten
Gradesangenommen: ��ä :?� ä = � bu� �ä L3å � ä L x :¡bM@ / =��¸ : ã : � =�= � � ¹ä :?� ä = � | bu� ä L3å��¸ I. � ä � ã : � = 1 å| b��¸ II. � ¹ä :?� ä p 
 =Õæ� / ß ¸ � ä p 
 �À1 å| b �

1unddieseAnnahmensindz. T. ziemlichgewagt
2mit demkleinenZusatz,daßmandieWertederGradientenfür dieperiodischeAktualisierungim Laufeeinergesamten

Epocheakkumulierenmuß
3mit anderenWorten:für jedesGewicht ç müssendieWerte è\ êé�¥ , è\ êé�¦ë��¥ und ì©çí êé�¦î�8¥ gespeichertwerden
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unddie Werte b und å könnendanndurchquadratischeInterpolationaus ã : � = , ã : � 1 - = , � ä � 
 und� ä �¾� ä � 
 L 4 �ï: � 1 - = berechnetwerden,worausman dann � ä p 
 bzw.
4 �ï: � = �ð� ä p 
 1Ö� ä

berechnenkann4.
Esgilt nämlich ã : � 1 - = � | bu� ä � 
 L3åã : � = � | bu� ä L3å � | b\:?� ä � 
 L 4 �ï: � 1 - =�= L3å��¸ 1 -| b � -ã : � 1 - = 1 ã : � = 4 �à: � 1 - = 

Insgesamtfolgt also:4 �à: � = �Ö� ä p 
 1<� ä � 1 ã : � =| b � ã : � =ã : � 1 - = 1 ã : � = 4 �à: � 1 - = bzw. (13)4 �à: � = � -ñ : � = 1 - 4 �à: � 1 - = mit

ñ : � =ò³ Cv´� ã : � 1 - =ã : � = �
(14)

unddiesist genauderKernderLernregel von Quickprop.
DieseFormel funktioniert wunderbar(obwohl sie aufgrundder nicht immer sehrrealistischen

Annahmennur einesehrgrobeNäherungdesoptimalenWertesfür � ä p 
 � liefert), zumindestso
lange,wie ã : � = betragsm̈aßigkleiner als ã : � 1 - = ist und dasselbeVorzeichenhat. In diesemFall
wird dasbetreffendeGewicht � in dergleichenRichtungwie im vorhergehendenSchrittaktualisiert,
undzwar(wiemananGleichung14leichtsehenkann)abḧangigdavon,umwieviel sichdieAbleitung
im VergleichzumletztenSchrittbetragsm̈aßigverkleinerthat.

Hat sich dasVorzeichengëandert,d. h. haben ã : � = und ã : � 1 - = verschiedeneVorzeichen,
so wurde geradedaszu suchendeMinimum (bildlich gesprochen:der tiefste Punkt eines

”
Tals“ )

”
übersprungen“ , undmanist aufderanderenSeitedes

”
Tals“ angekommen.Die Lernregelsorgt dann

haargenaufür die richtigeReaktion,denn
ñ : � = ist dannnegativ, undesfolgt

4 �à: � = �À1½ó 4 �à: � 1 - = ,: /õô ó ôö- = , d. h. � ä p 
 wird irgendwo zwischen � ä und � ä � 
 zu liegenkommen.
Ist aber ã : � = � ã : � 1 - = , dannist

ñ : � = � - , d. h. + 4 �à: � = + gehtgegenunendlich. In diesem
Fall, wie auchdann,wenn ã : � = gleichesVorzeichenabergrößerenBetragals ã : � 1 - = hat5, muß
mansichetwasandereseinfallen lassen.Aus derÜberlegungheraus,daßein bei derWanderungin
RichtungdesMinimumsderFehlerkurve auftretendesAnwachsenderSteigungeserlaubt,dasganze
zubeschleunigen(jedochinnerhalbgewisserGrenzen),multipliziertmaneinfachdenvorhergehenden
Schrittmit einemkonstantenFaktor, dergrößerals1 ist. Man führt dazueinensogenanntenFaktor
maximalenWachstums÷ ein, und begrenztdasmaximaleWachstumdasAktualisierungswertsauf÷ 4 �à: � 1 - = .

JederAktualisierungswert,der überdieserSchranke liegt, wird entsprechendgek̈urzt, undauch
wenn +øã : � = + @ +øã : � 1 - = + (bei gleichemVorzeichen)wird dieseSchranke stattGleichung14 ange-
wendet.Auf dieseWeisewird verhindert,daßdie Aktualisierungswerteunbeschr̈ankt wachsen,was
zueineminstabilenVerhaltenführenwürde.DerWert ÷ ist nunim Prinzipgenausoproblemabḧangig
wie beiBPdieLernrateundderMomentum–Faktor, dieWahlvon ÷ ist aberweit wenigerkritisch. In
[2] wird für eineReihevonCodierungsproblemen÷ � - 
��	� mit Erfolg verwendet,sodaßdieserWert
einigermaßensinnvoll erscheint(für zu großeWertevon ÷ jedenfalls wird dasVerfahrenwie schon
gesagtinstabilundkonvergiert oftmalsgarnicht).

4aufdieseWeisespringtmanmit ç�ùêú l direktandasMinimum derFehlerkurve,welchesja dieeinzigeStelleist, wo ûtüù
Null wird, denn û ù ist nachAnnahmeeinenachobengëoffneteParabel

5sodaßunsdieLernregelwegen �íýëþ½ êé�¥[ýY� einenSchrittentgegengesetztzumletztenaufzwingenwürde(wasaber
einSchritt in die falscheRichtungwäre)
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Esergibt sichnunnochdasProblem,daß,wenneinmaldie AktualisierungeinesGewichtsNull
wird (weil etwa die partielleAbleitung in dembetreffendenSchrittNull war), dannwürdederAk-
tualisierungswertfür alle ZeitenNull bleiben,auchwennsich die partielleAbleitung aufgrundder
ÄnderungderanderenGewichte ver̈andernwürde. Eine notwendigeweitergehendeAktualisierung
würdedannunterdr̈uckt. Um diesesProblemzu lösen,addiertmanaufdenWert

4 �ï: � = einfachnoch
einenGradienten–Abstiegs–Term 9;:I1 ã : � =�= auf. Auf dieseWeisewird jedesmal,wenndie Aktua-
lisierungNull war, derProzeßlokal für dasentsprechendeGewicht neugestartet,undder jeweilige
ersteSchrittstimmtexaktmit demvon BP überein.

Eine Ausnahmesituation,in der der Gradienten–Abstiegs–Term nicht aufaddiertwird, gibt es
aberdoch,nämlich dann,wenn ã : � = und ã : � 1 - = entgegengesetzteVorzeichenhaben. In diesem
Fall reicht die Gleichung14 nachden obenangestelltenÜberlegungenvollkommenaus,um das
Gewünschtezu leisten. Ein zus̈atzlicherGradienten–Abstiegs–Term würdenur bedeuten,daß � ä p 

nicht (wie dasvermuteteMinimum) zwischen � ä und � ä � 
 zu liegenkommt,sondernnoch

”
hinter“� ä � 
 (die

”
Korrektur“ würdezu großausfallen),sodaßdasVerfahrenoszillierenwürde.

Fahlmangibt (in einerleider z. T. ziemlich unpr̈azisenWeise)in [2] nocheinigeKleinigkeiten
undVerfeinerungenan,diedenAlgorithmusin vielerleiHinsichtjeweilsnocheinklein wenigbesser
machensollen,wie z. B. dieVerwendungeinesVergessensterms,derdasWachstumderGewichtebe-
schr̈ankensoll. DereigentlicheQuickprop–Algorithmusumfaßtaberlediglichdieobenangegebenen
Gleichungen.

Beurteilung

Zu denErgebnissenvon Quickprop,ist zu sagen,daßsiedie von BP zumTeil weit übertreffen. So
z. B. ist in [2] von einem100VersucheumfassendenTestlaufdes10-5-10–Codierungsproblemsdie
Rede,bei demQuickpropdurchschnittlichlediglich14.01Epochenzur Lösungben̈otigte(allerdings
mit dem äußerstgroßz̈ugigenErfolgskriterium,daßeineAbweichungbis zu 0.4 zur gewünschten
Ausgabenochzugelassenwurde).

Beim
”
XOR“ –Problemben̈otigte Quickpropin demselbenBericht durchschnittlich24.22Epo-

chen,waszwarnurgeringf̈ugig besserist, alsdasim Anhangangegebene,für BPerhalteneErgebnis,
jedochhandeltessichhier um ein extremkleinesNetzwerk.Bei größerenundkomplexerenNetzen
schneidetQuickproprelativ zu BP weit besserab. In diesemSinneist esauchnicht verwunderlich,
daßlaut [7] Quickpropfür das12-2-12–Codierungsproblem durchschnittlichnur 405 Epochenzur
Lösungben̈otigt, wohingegenBP überhauptkeineLösungin wenigerals15000Epochenfindet.

Alles in allemist Quickpropeine,vor allemfür größereNetze,im Hinblick auf Rechenzeitloh-
nendeAlternative zuBP, denndiedurchschnittlicheLernzeitwird erheblichverkürzt. Manmußaber
auchbedenken,daßQuickpropeinenviel größerenSpeicherplatzbedarfhatalsBP6. In derheutigen
Zeit aber, wo Computerimmer größerwerdenund Speicherso gut wie nichtsmehrkostet,scheint
diesnicht sowichtig zu sein. Rechenzeit,die sichzwar im LaufederZeit auchgesteigerthat,aber
letztendlichdochbeschr̈akt ist, ist daschonkostbarer.

4.2 RPROP

1993wurdevon Martin Riedmiller und Heinrich Braun,beideMitarbeiterdesInstituts für Logik,
Komplexität undDeduktionssystemederUni Karlsruhe,auf der IEEE InternationalConferenceon
Neural Networksein LernalgorithmusnamensRPROP (für resilient7 propagation) vorgestellt,der
nicht nur schnellerals BP, sondernbeispielsweiseauchschnellerals Quickpropseinsollte. Traut

6esmuß è\ êé�¥ , è\ êé�¦ë��¥ und ì�çÿ êé©¦î�8¥ (!) für jedeseinzelneGewicht im Speichergehaltenwerden
7dt. elastisch
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mandementsprechendenBericht (also[7]), soscheintdieseZielsetzungauchumgesetztwordenzu
sein.

Moti vation

Bei BPwird derWert derpartiellenAbleitungderFehlerfunktionnachdemGewicht � #K7 direkt (bzw.
nachder Multiplikation mit der Lernrate)zur AktualisierungdiesesGewichtesverwendet. Wenn
derWert sehrklein ist, wird dasGewicht � #87 daherkaumver̈andert.Im Idealfall8 ist diesdurchaus
erwünscht,dennhierbeiwürdeeinestarkeAbnahmedesWertsderpartiellenAbleitungbedeuten,daß
mansich

”
in derNähe“ desgesuchtenMinimumsbefindet,die resultierendegeringf̈ugigeÄnderung

desGewichtswürdealsoletztendlich(wie gewünscht)die Konvergenzherbeif̈uhren.
Im Realfall jedochklappt diesnicht immer so gut. Befindetmansich etwa weit entferntvom

gesuchtenMinimum, sokanndie partielleAbleitungoft unvorhersehbarklein werden,manmöchte
aberehereinengroßenAktualisierungsschritt machen,um schnellerzum Minimum zu gelangen.
Gleichesgilt für Fälle, in denender Gewichtsraumeinelanggezogene

”
Schlucht“ entḧalt, an deren

Bodenmansichbefindet.
RPROPversuchtnundiesesProblemzulösen,indemnichtmehrdieWertederaktuellenpartiellen

Ableitung, sondernnur nochdie Vorzeichen zweieraufeinanderfolgender Ableitungswertebenutzt
werden.Sinddie Vorzeichengleich,dannwar der letzteAktualisierungsschritt in Ordnungundder
nächsteSchritt wird daheretwasgrößerausfallen (in der gleichenRichtung). Sind die Vorzeichen
verschieden(waralsoderletzteAktualisierungsschrittzugroß,sodaßdasMinimum

”
übersprungen“

wurde),so wird der letzteSchritt zurückgenommenund danachverkleinertwiederholt. Auf diese
Weiseerreichtmannicht nur eineBeschleunigungdesLernprozessesgegen̈uberBP, sondernauch
eineVerringerungderAnfälligkeit bzw. Empfindlichkeit hinsichtlichderWahlderLernparameter(es
gibt keine

”
Lernrate“ und keinen

”
Momentum–Faktor“ mehr;eswird dafür zwar andereParameter

geben9, dochist derenWahlweitauswenigerkritisch).

Der Algorithmus

Um dasobenGesagtezu realisieren,definiertmandie (absolute)Schrittweite
4�� ä��#K7 für die Aktuali-

sierungdesGewichts � #87 zumZeitpunkt � in Abhängigkeit von deraltenSchrittweite
4�� ä � 
 �#K7 durch

FallunterscheidungunterBerücksichtigungderVorzeichenderpartiellenAbleitung10:

4 � ä��#K7 ³ Cv´� ���� ��� 9 p s 4�� ä � 
 �#87 S¾ã : � 1 - = s ã : � = @ /9 � s 4�� ä � 
 �#87 S¾ã : � 1 - = s ã : � = ô /4 � ä � 
 �#87 S sonst

wobei /õô 9 � ô -6ô 9 p 
 (15)

Hierbeiwird wie bei Quickprop(undzwar auchausdenselbenGründen)periodische(nicht fortlau-
fende)Aktualisierungdurchgef̈uhrt.

Ausdiesen
4 #87 ’slassensichnuneinfachdieAktualisierungen

4 � #87 berechnen.Manmachthierzu
wiedereineUnabḧangigkeitsannahmeundbetrachtetbei derBerechnungvon

4 � #87 dieFehlerfunkti-
on � alsabḧangigalleinevon � #87 . Man führt damitdasganzeaufdeneindimensionalenFall zurück,
wo einepositive Ableitung strengsteigendeMonotonieanzeigt( � #87 mußdannverringertwerden)

8mandenke andie Abbildung3.1, in derdie zu minimierendeFunktionnur ein lokalesMinimum hat,dasgleichzeitig
dasglobaleMinimum ist

9sieheweiterunten
10genauwie im letztenUnterabschnitẗuberQuickpropkürzeich diepartielleAbleitung 	�
	
�����  ��çò¥ für einbestimmtesç «�¬

zumZeitpunkt é mit è\ êé�¥ ab;berechnetwird è; êév¥ wiedergenausowie in Abschnitt3 beschrieben
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undeinenegative AbleitungstrengfallendeMonotonie(sodaßhier � #K7 vergrößertwerdenmuß,um
demMinimum derFehlerfunktionnäherzukommen).

Esergibt sichalso:

4 � � ä��#K7 ³ Cv´� ��� �� 1 4�� ä��#K7 S¾ã : � = @ /L 4�� ä��#K7 S¾ã : � = ôá// S sonst

wobei (16)

� � ä p 
 �#K7 � � � ä��#K7 L 4 � � ä��#K7 
 (17)

Man beachte,daßmansich,falls ã : � = � / ist, bereitsamZiel (demgesuchtenMinimum) befindet11

und � #K7 dahernicht aktualisierenmuß.
Wie bereitserwähnt,hatmandasMinimum übersprungen,falls ã : � = und ã : � 1 - = verschiedene

Vorzeichenhaben.In diesemFall ist essinnvoll (undauchdieseshabeich obenschonangek̈undigt),
denletztenSchritt rückg̈angigzu machen,d. h. manverwendetstattderGleichung16 die folgende
Gleichung: 4 � � ä��#K7 � 1 4 � � ä � 
 �#K7 S ã : � 1 - = s ã : � = ôá/ 
 (18)

Man gehtnundavon aus,daßdie Ableitungerneutihr Vorzeichenwechselt(würdedie Unabḧangig-
keitsannahmehundertprozentigzutreffen, wärediesauchderFall), daallerdingszu demZeitpunkt,
wo dieser

”
Backtracking“ –Schrittgemachtwird, schondie Gleichung15 angewendet(unddabeidie

Schrittweiteverringert)wurde,brauchtmanim nächstenSchrittdiesnichtnocheinmalzu tun. Tech-
nisch(bzw. implementierungsm̈aßig)kanndiessorealisiertwerden,daßderWert von ã : � 1 - = für
die nächsteAnwendungvon Gleichung15 einfachaufNull gesetztwird.

Dieswärenunalles,waszu demAlgorithmuszu sagenist, zumindestwasdie zugrundeliegende
Lernregel angeht. Ich möchtenun abernochkurz auf die Parametereingehen.Zunächstspringen
einemdie Parameter9 p und 9 � in die Augen.Auch wennsiebuchstabentechnischmit derLernrate9 (von BP) zusammenḧangen,erfüllen sie eineganzandereFunktion. Es ist auchviel einfacher,
geeigneteWertefür siezu finden.

Wenn ã : � = und ã : � 1 - = verschiedeneVorzeichenhaben,dannwurde,wiebereitsmehrfachgesagt,
dasMinimum übersprungen.Man weißabernicht, um wieviel dasMinimum übersprungenwurde,
um wieviel mandie Schrittweitealsoverringernmuß. Im allgemeinenscheintesganzvern̈unftig,
hierdie Schrittweitezu halbieren,sodaßsichfür 9 � derWert0.5anbietet.

Der Wert von 9 p mußeinerseitsgroßgenugsein,um schnellesWachstumderSchrittweitenzu
ermöglichen,fallsmansichsehrweit entferntvom Minimum befindet,andererseitsdarferaberauch
nicht zu großsein,um zu vermeiden,daßsẗandig hin und her gesprungenwird12. In [7] wurden
beispielsweisesehrguteErfahrungenmit 9 p � - 
 | gemacht.

Schließlichmüssenfür die
4 #K7 ’sStartwertevorgegebenwerden.DieseStartwertesolltenin einem

vern̈unftigenVerḧaltniszudeninitialenGewichtenstehen.Im Gegensatzzudiesenkönnenaberruhig
alledieseStartwertegleicheinemWert

4 ] @ / sein(manbrauchthierkeineunterschiedlichenWerte
zunehmen).Um

”
unendlich“ großeoderkleineAktualisierungsschritte zuvermeiden,kannmannoch

eineObergrenze
4�� F�� (z. B.

4�� F�� � -�/ 
 / ) sowie eineUntergrenze
4���� A (z. B.

4���� A � / 
 /c/c/c/�- )
für die Schrittweiten

4 #87 festlegen,die diesenicht über- bzw. unterschreitendürfen.

Beurteilung

Da RPROP nicht die Werteder partiellenAbleitungenber̈ucksichtigt,sondernlediglich derenVor-
zeichen,kannessich dabeinicht um ein (normales)Gradienten–Verfahrenhandeln.Gleichung16

11zumindestgehtmandavon aus,aberda die Annahmeder Unabḧangigkeit von denanderenGewichtennicht immer
ganzstimmt, �o�I�

12zwischendenbeidenerstenFällenvonGleichung15
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sorgt aberdafür, daßderAktualisierungswertunddie aktuellepartielleAbleitungstetsverschiedene
Vorzeichenhaben(essei denn,beidesind Null). Deshalbwird dasSkalarproduktdesAktualisie-
rungsvektorsmit demGradienten(alsodie Richtungsableitungin RichtungdesAktualisierungsvek-
tors multipliziert mit dessenBetrag)stetsnegativ sein, so daßtheoretischdie Aktualisierungeine
VerringerungdesFehlers(bzw. der Fehlerfunktion)bewirken muß. Insofernhandeltes sich also
dochum

”
eineArt“ Gradienten–Verfahren,so daßdasVorgehenauchmehrdimensionalbetrachtet

(nichtnureindimensionalunterVerwendungeineretwasdubiosenUnabḧangigkeitsannahme) mathe-
matischgerechtfertigtwerdenkann.

DasZiel, dasmit derEntwicklungdiesesVerfahrensverfolgt wurde(nämlich schnellerzu sein
als BP und Quickprop),wurde(jedenfalls laut [7]) auchtats̈achlicherreicht(zumindestteilweise).
Beim 10-5-10–Codierungsproblem beispielsweisebrauchtRPROPnur durchschnittlich19 Epochen
gegen̈uber21vonQuickprop13 bzw. 121vonBP. Beim12-2-12–Codierungsproblem ben̈otigt RPROP
durchschnittlich322Epochengegen̈uber405von Quickpropbzw. über15000von BP.

Insgesamtmuß allerdingskritisch gesagtwerden,daßes fraglich ist, ob man den wesentlich
höherenSpeicherplatzbedarf(für jedesGewicht � #87 müssendieWerte

4 � ä � 
 �#87 ,
4 � ä��#87 Z , 4 � � ä � 
 �#K7 ,

4 � � ä��#87 Z ,ã : � 1 - = und ã : � = Z im Speichergehaltenwerden)unddendurchdievielenFallunterscheidungenver-
ursachtenhöherenImplementierungsaufwand gegen̈uberQuickpropwirklich in Kauf nehmenwill.
Sosehrviel schnelleralsQuickpropist RPROPnämlichnicht14. Der von RPROPverfolgteAnsatz
ist aberin meinenAugenaufalleFälle interessantundvielversprechend.

4.3 Adaptive Backpropagation

Im Februar1990stelltendie beidenportugiesischenWissenschaftlerFernandoM. Silva undLuis B.
Almeida auf demdamaligen

”
EURASIPWorkshop“ einenneuenLernalgorithmusvor. Nachden

Autorenhandeltessich dabeilediglich um eineBeschleunigungstechnik für BP, und dementspre-
chendwurdederAlgorithmusaufgrundseinerStrukturAdaptiveBP15 genannt.Ich aberfinde,daß
die Autorenhier zu bescheidensind. Der Algorithmusbasiertzwar auf BP, trotzdemdenke ich, ist
die Grundideesovollkommenneu,daßderAlgorithmusruhigeineneigenenNamenverdienthätte.

Moti vation

Ein großerNachteilvon BP ist ja dessenEmpfindlichkeit gegen̈uberder Wahl der Parameter. Das
allein wärenochnicht ganzso schlimm,aberdar̈uberhinausmüssendieseParameter, wie etwa die
Lernrate,

”
von Hand“ durchdenBenutzereingegebenwerden.Dendurchdie Suchenachdenpas-

sendenWertenverursachtenerheblichenZeitaufwand16 würdemandabeigernereduzieren(nebenbei
soll naẗurlich auchderAufwandfür denBenutzerminimiert werden).

AdaptiveBPunternimmteinenSchrittin dieseRichtung.Eswird für jedeseinzelneGewicht eine
individuelleLernrate mitgeführt, die, nebendenGewichtenselbst,sẗandigautomatischaktualisiert
wird. Durchdiese

”
Adaptation“ derLernratewird demBenutzersehrviel Müheabgenommen,die

Lerndauerist bei weitemwenigerabḧangigvon denLernraten(derenInitialwerte naẗurlich immer
nochvom Benutzergewählt werdenmüssen,mehraberauchnicht), und außerdemwird durchdie
sẗandige

”
optimale“ AnpassungeineLösungviel schnellergefunden.

13im voherigenUnterabschnittsprachich zwar von durchschnittlich14.01Epochen,aberdazuwurdenin [2] mehrere
Beschleunigungsmethodenangewendet,die in [7] offensichtlichweggelassenwurdenÛ

dieseWerteallerdingsnur tempor̈ar
14fallsRPROPunterBerücksichtigungaller in [2] vorgestelltenBeschleunigungsmethodenüberhauptschnellerist
15dieLernratenwerdendabeiautomatisch

”
adaptiert“ , d. h. angepaßt

16manmußimmer wiederneueParameter
”
durchprobieren“ , und dasnicht nur jeweils einmal, sondernmehrfach, um

statistischgesicherteErgebnissezuerhalten
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Der Algorithmus

Bei Adaptive BP hat also jedesGewicht � #K7 seineeigeneLernrate 9 #K7 , und die Gleichungfür die
AktualisierungeinesGewichtes� #K7 lautethier folgendermaßen17:� � ä p 
 �#K7 � � � ä��#K7 L 4 � � ä��#87 mit (19)4 � � ä��#K7 � 1½9 � ä��#K7 ã : � = 
 (20)

Soweit gibt esalsokaumeinenUnterschiedzuBP(außerdaßin derFormelein gewichtsspezifisches9 #87 steht,undkeinfür alleGewichtegültiges9 ). AuchdieBerechnungderpartiellenAbleitungenã : � =
ändertsich (abgesehenvon der aufgrundderauchhier durchgef̈uhrtenperiodischenAktualisierung
notwendigenAkkumulation)nicht.

Die großeNeuerungist nun,daßauchdie (gewichtsspezifischen)LernratennachjederEpoche,
alsogleichzeitigmit denGewichten,aktualisiertwerden,undzwar anhandderfolgendenFormel:

9 � ä��#K7 ³ Cv´� ���� ��� 9 p s�9 � ä � 
 �#K7 S ã : � 1 - = s ã : � = @ /9 � s�9 � ä � 
 �#K7 S ã : � 1 - = s ã : � = ô /9 � ä � 
 �#K7 S sonst

wobei /îô 9 � ô -�ô 9 p 
 (21)

Die Idee ist hierbei haargenaudie gleichewie bei RPROP18. Haben ã : � = und ã : � 1 - = dasselbe
Vorzeichen,sowarderzuletztvorgenommeneAktualisierungsschritt in Ordnung(d. h. nichtzugroß).
DernächsteSchrittdarfalsogegebenenfallsetwasgrößerausfallen,washierdurcheineErhöhungder
zugeḧorigenLernrate(die ja festlegt, um wieviel manin RichtungdernegativenpartiellenAbleitung
aktualisiert)um denkonstantenFaktor 9 p 19 geschieht.

Wenndie Vorzeichenvon ã : � = und ã : � 1 - = unterschiedlichsind,dannwar der letzteSchrittzu
groß,unddie entsprechendeLernratewird um den(ebenfalls konstanten)Faktor 9 � 20 verringert.

Wasmanmit denindividuellenLernratenmacht,wenn ã : � 1 - = s ã : � = � / ist, ist völlig egal,
wennwir schonamZiel sind (wasmanhier zun̈achstannimmt). Wennaberdie partielleAbleitung
derFehlerfunktionnacheinemGewicht � #K7 nur vorübergehendNull ist unddurchdie Änderungder
anderenGewichteirgendwanndochwiedereinenWertungleichNull erḧalt, soist eswedersinnvoll,
die Lernratezuverringern,noch,siezuerḧohen.

In [11] wird gesagt,daßAdaptive BP in manchenFällensehrinstabilarbeitet,wenndurchRegel
21 eineLernratein kurzerZeit sehrstarkvergrößertwird. Um diesemProblemzu begegnen,kann
mannach einerAktualisierungtesten,ob derGesamtfehlerauchwirklich wie beabsichtigtgesunken
ist, oderobernichtvielleichtdochsogarnochgestiegenist (weil vielleichtderAktualisierungsschritt
zu groß war, damit dasMinimum übersprungenwurdeund der neueGewichtsvektor nun deshalb
weitervom Minimum entferntliegt alsderalte).

Ist letzteresder Fall, so wird der aktualisierteGewichtsvektor zurückgewiesen,d. h. der alte
Gewichtsvektor beḧalt weiterhinseineGültigkeit. Auf der BasisdiesesVektorswerdendannauch
wieder der Gradientbzw. die partiellenAbleitungen ã : � = zum Zeitpunkt � (wobei � der aktuelle
Zeitpunktsei)für dieAktualisierungenderGewichte(Gleichung20)berechnet21. Für dieAktualisie-

17auchin diesemUnterabschnittkürzeich wieder 	�
	
� ���  ��çò¥ für einbestimmtesç «�¬ zumZeitpunkt é mit è\ êé�¥ ab
18dieungeheuergroßeÄhnlichkeit zischenderGleichung15undderGleichung21 ist alsokeineswegszuf̈allig
19typischerweiseliegt derWertvon · ú zwischen1.1und1.3
20für · ± wählt mantypischerweiseWerte,die etwaskleiner als ��� · ú sind, denndadurcherḧalt die Verringerungder

LernrateeinenkleinenVorzuggegen̈uberderVergrößerung,wodurchdie Stabiliẗat desKonvergenzprozesseserḧoht wird
(merke: je kleinerdieLernrate,umsoexaktergehtderAlgorithmusvor)

21genaugenommenbrauchtmandie partiellenAbleitungennicht mehrzu berechnen,denn,da sich die Gewichte (und
die regulierenja, wie die EingabedurchdasNetzgeleitetunddamitdie AusgabendereinzelnenNeuronenerzeugtwird,
wodurchsiediepartiellenAbleitungenfestlegen)nichtgëanderthaben,gilt hier è\ êé�¥ �Yè\ êé©¦î�8¥
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rungenderLernraten(Gleichung21)allerdingswird derzurückgewieseneGewichtsvektorzugrunde-
gelegt22. WendetmandieseTechnikan,soist essehrwahrscheinlich,daßnachwenigenDurchl̈aufen
(oderEpochen)ein neuerGewichtsvektorgefundenwird, dernicht zurückgewiesenwerdenmuß.

Dazufällt in [11] folgendewörtlicheBemerkung,die mich dochziemlicherstaunthatundmich
ein bißchenmeinesVertrauenshinsichtlichderZuverl̈assigkeit desVerfahrensberaubthat:

“If this simplestrategy doesnot work after a few trials, it is alwayspossibleto simply
reduceall thelearningrateparametersby afixedfactorandrepeattheprocess.”

DieseBemerkungwidersprichtmeinerMeinungnachdenvorhergemachtenAussagenhinsichtlich
derWirkungsweiseunddesEffektesderStrategieunderinnertandieBeschreibungeinesProbierver-
fahrens. Ich glaubeaber, daßdie Autorenvon [11] hier nur eineungl̈ucklicheFormulierunggewählt
habenundhaltedenAdaptiveBP–Algorithmustrotzall seinerSchwierigkeitenfür äußerstbeachtens-
wert. Auf einedieserSchwierigkeitenmöchteich abernunnocheingehen,bevor ich zurBeurteilung
desVerfahrenskomme.

Es gehtdabei(wiedereinmal)um sogenannteSchluchten,und zwar um sehrlangeSchluchten
mit hohen,steilenWändenund schmalen,flachen

”
Grundfl̈achen“ . Man würdesich nun sehrhohe

Lernratenin der Richtungparallel zur Grundfl̈acheder Schlucht(wo die partielle Ableitung also
sehrklein ist) und sehrniedrigeLernratenfür Richtungensenkrechtzu denWändender Schlucht
(wo die partielleAbleitunggroßist) wünschen.GenaudiesesleistetauchGleichung21 (ein riesiger
Vorteil gegen̈uberBP, wo die Lernrateja für alle Richtungen– oderauchalle Gewichte– gleichist),
zumindestsolangewie dieSchluchtparallelzueinerKoordinatenachse(die ja für einesderGewichte
steht)verläuft.

Ist derGewichtsraumsobeschaffen, daßesirgendwo eineSchluchtgibt, die irgendwie
”
schr̈ag“

verläuft,somußderAlgorithmuseinenKompromißfinden,derdieRichtungderSchluchtin gewisser
Weisenachbildet. Der Algorithmus ist zwar in der Lage, diesenKompromißziemlich schnellzu
finden,docheswird viel Zeit und Mühedaraufverwendet,dieseschr̈ageRichtungdurchsẗandige
kleineKorrekturenandenLernratenzuhalten.

Um dasProblemmit densẗandignötigenAktualisierungenundderdamitverbundenenOszillation
zu vermeiden,kannmannun wie beim konventionellenBP einenMomentum–Term einführenund
damitdie Aktualisierungsregel ein klein wenigver̈andern23:4 � � ä��#K7 ³ Cv´� 9 � ä��#K7 s 4�� ä��#K7 wobei (22)4�� ä��#87 ³ Cv´� 1 ã : � = L Â 4�� ä � 
 �#K7 �

mit / ô Â ô - (23)

Setztmandie beidenGleichungenineinanderein,soerḧalt manmit:4 � � ä��#87 � 1�9 � ä��#87 ã : � = L3Â 4 � � ä � 
 �#K7 s 9 � ä��#879 � ä � 
 �#87 (24)

eineBeziehung,die sichkaumvon derLernregel desherk̈ommlichenBP mit Momentum–Termun-
terscheidet.

Beurteilung

Für dasXOR–Problemund das12-2-12–Codierungsproblem liegen mir keine Testergebnisse,die
mit Adaptive BP erzieltwurden,vor24. Zur Lösungdes10-5-10–Codierungsproblems ben̈otigt Ad-

22dies ist auchsinnvoll, da einezu großeAktualisierungim letztenSchritt damit automatischzu einer Verringerung
derentsprechendenLernratenführt; würdeauchhier deralteGewichtsvektor zugrundegelegt, sowürden(wegen è\ êév¥ò�è\ êé�¦î�8¥ ) dieLernratensogarvergrößert,wasnaẗurlich grundfalschwäre

23dieAktualisierungderLernratengeschiehtwie bishermit Hilfe derGleichung21
24für das12-2-12–Codierungsproblemist allerdingsin [7] ein Schnittvon 534Epochenangegeben,erhaltenmit einem

Algorithmus,derwohl soähnlichwie Adaptive BParbeitet
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aptive BP bei der bestm̈oglichenWahl der Parameterdurchschnittlich48.9 Epochenund ist damit
geringf̈ugig (verglichenmit demkonventionellenBP) langsameralsQuickpropundRPROP.

DerSpeicheraufwandist vergleichbarmit demvon RPROP(manmußauchwiederdie
4 � ’s,die9 #87 ’sunddiepartiellenAbleitungenim Speicherhalten25). WasdiedurchschnittlicheLernzeitangeht,

hatmankaumeinenVorteil gegen̈uberQuickpropoderRPROP.
Man erspartsichaberdie beimherk̈ommlichenBP nötige, langwierigeund frustrierendeSuche

nachderpassendenLernrate(wobeiansonstendergesamtemathematischeHintergrundvonBPauch
für Adaptive BP gilt), schonallein deshalblohnt sichin meinenAugendie AnwendungdesLernver-
fahrensAdaptive BP.

4.4 AutoregressivesBackpropagation

Modifikation

Ein wesentlicherNachteildesStandard-Backpropagationbestehtdarin,daßkein Memoryvorhanden
ist. DerGrundist dieUnabḧangigkeit derAusgabewertevon vorhergegangenenEin- oderAusgaben.
Damit ist esBackpropagation-Netzennicht möglich, tempor̈areMusterzu lernen.

In diesemAbschnittsoll nun eineErweiterungdesBackpropagationvorgestelltwerden. Diese
Form,wie sievon R. R. LeightonundB. C. Conrath[4] beschriebenwird, besitzteinautoregressives
(AR) Memory, welchesfestgelegte Informationenverschl̈usselt. Es handeltsich um eine Art des

”
self-feedback“ , bei demdie Ausgabenvon der aktuellenAusgabeund einergewichtetenSumme

vorherigerAusgabenabḧangen.

& & &
AUSGABE

!!

EINGABE

��� SIGMOID
Í Î
Í Ï
Í �

!
BIAS

"�# Ï
"�# Ï
"�# Ï

$ % & '
�

(*)
( Î
( Ï �
�
...

+
Í-,...

Abbildung4.1: AR-Neuron-Modell

Mittels Gleichungensiehtdiessoaus:
25fallsGewichtsvektorenzurückgewiesenwerdensogardoppelt,einmalfür dentats̈achlichenundeinmalfür denzurück-

gewiesenenGewichtsvektor
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� 7 : � = � � : ����� 7 : � =�= L/. 7 : � =. 7 : � = � Ordnung¬�� $ 
 b 7 � � 7 : � 1 � = 26

Im VergleichzuanderenrekursivenNetzenhabendieNeuronenhiernurein linearesfeedbackzu
ihrenAusg̈angen.

In jedemModellneuronkönnendie Gewichte � #87 und b 7 � ver̈andertwerden,um denAusgabe-
fehlerzuminimieren.Damitwird demNetzein

”
Erinnern“ anvergangeneEreignisseermöglichtund

einekontext-sensitiveEntscheidungsfindungerlaubt(z.B.beimProblemder1-zu-� -Abbildung).Die-
seFähigkeitenbesitztStandard-Backpropagation hingegennicht. DesweiterenkannAutoregressives
Backpropagationim GegensatzzumeinfachenBackpropagationdenEingaberaumfür die feedback-
Verbindungsergebnisse auf kleinerenNetzenbehandeln.Dies erweistsich als sehrwichtig für Se-
quenzerkennungsaufgaben, wo die Zahl derEingabemustersehrgroßwerdenkann.Die relative Po-
sition derMusterist dabeijedochsignifikant,davorherigeEingabendasAR-Netzbeeinflussen.Aus
diesemGrundmüssenzweiwichtigePunktebeachtetwerden:� dieoptimaleOrdnungderveschiedenenNeuronen� dieDatenmengenstruktur.

Ein weiteresMerkmalbestehtdarin,daßbei einemAnwachsenderNeuronenordnungdasNetz
mit mehrVariationengemessendergewachsenenZahlanFreiheitsgradenreagierenkann.Damitwird
höhergeordnetenNetzenein besseresLernenermöglicht. Leiderkanndiesaberauchzum

”
Überbe-

anspruchen“ von TrainingsmengenaufNetzenhöhererOrdnungführen,wasdie Fähigkeit zur Gene-
ralisierungbeeintr̈achtigt.

Der Algorithmus

Nunsoll derUnterschiedzwischenBackpropagationundAutoregressivemBackpropagation,anhand
desAlgorithmus’formuliertwerden.DerAutoregressivebauteinNetzzueinemzeitdiskretenSystem
aus,indemdasAdjustierenvon feedback-GewichtenzumMinimierendesFehlershinzugef̈ugt wird.

Die Ausgabefehlerberechnung beiAutoregressivemBackpropagationerfolgtmittelsderFunktion

� � ä l�ä $ ä10 � : � = 

DasIntervall : � ]*2 � 
 = wird

”
update“ -Intervall genannt.In diesemsind die Gewichts̈anderungen

angeḧauft. NachDurchlaufdiesesIntervalls sindalle Gewichtegëandert,undderProzeßwird wie-
derholt.

In AbsichtdenGradienten-Abstieg im Gewichtsraumdurchzuf̈uhren,mußsichjedesfeedforward-
Gewicht � #K7 undjedesfeedback-Gewicht b 7 � proportionalzumNegativumdesGradientenbez̈uglich
diesesGewichtsändern.

26 3 ¬ m ist dasfeedback-Gewicht vonder 4 -tenVerz̈ogerungvonNeuron5 . Ordnung¬ ist dieAnzahlderfeedback-Verz̈oge-
rungenfür das 5 -teNeuron. 6 ¬  êé�¥ ist dasautoregressive Memory.



BeaufsichtigtesLernen– SeminarNEURONALE NETZE 30

4 � #87 � 1 Â ­ � : � =­ � #874 b 7 � � 1 Â ­ � : � =­ b 7 � 27

Durch dashinzugef̈ugte autoregressive Memory und einige rechnerischeTricks, die hier nicht
behandeltwerdensollen,ergibt sichfür die feedforwardGewichtefolgendeGleichung:

4 � #87 : � = � Â º 1 ­ � : � =­ � 7 : � = » ­ � 7 : � =­ � #87� Â ¼ 7879: � ¹ : ����� 7 : � =�= � # : � = L Ordnung¬�� $ 
 b 7 � ­ � 7 : � 1 � =­ � #K7
;=<> 


Die neuenGewichte � � °@?#K7 berechnensichaus

� � °@?#K7 � �8A
B ä#K7�L -� 
 1 � ] ä l�ä $ ä10 4 � #K7 : � = 

EineähnlicheUmformungfür die feedback-GewichteerbringtfolgendeGleichungen:

4 b 7 � : � = � Â º 1 ­ � : � =­ / 7 : � = » ­ � 7 : � =­ b 7 �� Â ¼ 7DC � 7 : � 1 � = L b 7 � ­ � 7 : � 1 � =­ b 7 � E
b �	°F?7 � � b A�B ä7 � L -� 
 1 � ] ä l�ä $ ä10 4 b 7 � : � = 


Desweiterensollennochdie BewältigungzweierProblempunkteinnerhalbdesAutoregressiven
Backpropagationsangesprochenwerden:dieStabiliẗat unddieGewichtsaktualisierung.

In bezugauf die Stabiliẗat ist dasAR-Neuronasymptotischstabil,wenndie Poleder feedback-
Übertragungsfunktion betragsm̈aßigkleinerals1 sind.28

Die feedforward-Gewichtewerdenzun̈achstmit kleinenZufallswerten,welchedasStabiliẗatskri-
teriumvorerstnicht stören,initialisiert. Am Endeeinesupdate-Intervalls erfolgt die erneuteBerech-
nungvon (amBeispieldesAR1-Neurons)b �	°F?7 
 , sobaldesdasKriterium verletzt.Der Übergangvonb A�B ä7 
 zu b � °@?7 
 wird dannsolangehalbiertbis b � °@?7 
 dasStabiliẗatskriteriumerfüllt. Dasgleichegeschieht
mit denfeedback-Gewichten.

Über die Gewichtsaktualisierungist zu sagen,daßwährenddesLernens hHGI¬ � ä��h�ªu«�¬ denEffekt von� #87 und hHGI¬ � ä��h A ¬ m den Effekt von b 7 � in der Vergangenheitwiederspiegeln. Die Gewichte sind nach
jedemupdate-Intervall gëandert.DamitnurderEffekt desaktuellenupdate-Intervalls reflektiertwird,
werdendie partiellenAbleitungenverbundenmit jedemgeeignetenParameterauf Null gesetzt.Um
einezus̈atzlicheKonvergenzverbesserung zu erreichen,kanndenAutoregressiven Backpropagation-
GleichungeneinMomentumterm29 hinzugef̈ugt werden.

27 I ist dieProportionaliẗatskonstante.
28DasAR1-Neuronhat nur einenPol, welcheridentischzum feedback-Gewicht ist. DasStabiliẗatskriteriumlautet :J 3 ¬ l J ýY� .
29bereitsin Abschnitt3 erwähnt
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Beispiel: Die Fallkur ven-Aussage

In diesemBeispielwurdederzuvor erwähnteMomentumtermnicht verwandt. Bei der
”
Fallkurven-

Aussage“ handeltessichum ein rekursivesProblem,woraufdie in diesemExperimentverwendete
AR1-Architekturbesserzugeschnittenist alsStandard-Backpropagation.

Die Schwierigkeit liegt darin, dennächstenMusterpunktausgehendvom aktuellenStandpunkt
aufeinerSpiralemit einemum festeBetr̈ageabnehmendenRadiusvorherzusagen.` : � = � ` : � 1 - = 1 / 
 /��c| � (Spiralradius)

Alle MusterwurdeninnerhalbdesIntervalls von -1 und +1 skaliert; die Musterpunktewurden
groballe K � Radiengewälhlt. Die NetzeumfassenzweiEingabenfür diex,y-Koordinatensowie zwei
Ausgabenfür die vorausgesagtenx,y-Koordinatenund beinhaltenwegender EinfachheitdesPro-
blemskeineverborgenenNeuronen.Die OrdnungdesAusgabeneuronsim Experimentwarentweder
0 (d.h. kein feedback)oder1. AR1 und Backpropagation(AR0) wurdenauf 5000Iterationenmit
einerLernratevon 0.5und13 update-Intervallen trainiert.

DasErgebnisist in Abbildung6 und7 aufdenFolien im Anhangzusehen.

4.5 Heuristischer Lernalgorithmus

Modifikation

Es ist bereitsbekannt,daßStandard-Backpropagation seineLernrateoft zwischen0.2 und 0.5 so-
wie seinenMomentumfaktor bei 0.9 festlegt. DieseWertewurdenexperimentellermittelt, da hohe
LernratenhäufigOszillationenumdie gewünschtenMinimumfehlerdesNetzesverursachen.Niedri-
geLernratenverhinderndies,führenjedochzu längerenTrainingzeiten.Desweiterenvermeidendie
obenerwähntenWertedas

”
Hineinfallen“ in lokaleMinima.

Dennochist vonJ.P. Cater[1] einAlgorithmusentwickelt worden,derdieVerwendungvonsehr
hohenLernraten(bis zu 9 � } / ) ohnedie erwähntenNachteileermöglicht. Der HeuristischeLer-
nalgorithmus(HLA) dientzur BeschleunigungdesLernensNeuronalerNetzeunderreichtum 5 bis
20-fachschnellereTrainingsgeschwindigkeiten. Die erzielteFehlerreduktionwährenddesTrainings
mit dem HeuristischenLernalgorithmusist beinahemonotonabnehmendfür gebr̈auchlicheWerte
( ôg-�/�L ) in wenigerals 50 bis 100Trainingszyklen.Der Algorithmusarbeitetmit derDelta-Regel
undkompensiertdieSchẅacheder : � # 1r� # = � # : - 1<� #>= Delta-Lernregel-KorrekturdurchVergrößern
derLernrate,wennsieklein undderZielfehlergroßist.

Der Algorithmus

Der HeuristischeLernalgorithmusist einezweiteiligeheuristischeHilfe. Zunächstverdoppelter die
aktuelleGesamtlernrate9 undsummiertdiesenWertmit demProzentsatzdesZielnetz-Ausgabefehlers
( . b ' + � 5 # 1<� 5 # + )30 für denmaximalenZielfehlerantrieb.

Mathematischausgedr̈uckt heißtdies:

IF
( . b ' + � 5 # 1<� 5 # + @ Trial N �NM (this loop))

THEN
( 9 N � | 9 L + � 5 # 1<� 5 # + @ Trial N �NM (next loop))

30p ist einEinzelantriebausderMengederAntriebe.
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DieseSummationverhindertfür dasZielfehlerverḧaltnis übergroßeLernratenim Falle niedriger
Gesamtlernraten.Währendeine sehrschnelleinitiale Festlegung von Netzwerkfehlernverhindert
wird, bestehtdie zweite AufgabedesHeuristischenLernalgorithmus’darin, interneZusẗandefür
lokaleMinima undTrainingsoszillationen übersehrhoheNetzwerkfehlerhinweg zu sensibilisieren.
Dieserfolgt mittelsHalbierungderLernratebei AnwachsendesgesamteninternenNetzwerkfehlers
um 1%.

FolgendeProgrammanweisungbeschreibtdies:

IF
( !"! + ¼ 5 # + (this loop) Ã - 
 /�- ! ! + ¼ 5 # + (previousloop))

THEN
( 9 (learnratefor next loops) � O � )

ELSE
( 9 � 9 )

DaderNetzzustandim nächstenLernschritteventuellin ein interessierendesMinimum fällt, wur-
demit obigerAnweisungein

”
jump across“ überdasMinimum verhindert,welcherdurcheinehohe

Lernrateverursachtwird.
Die bestenErgebnissebeimHeuristischenLernalgorithmuswurdenmit eineranf̈anglichenLern-

ratevon 9õ� -�/ undeinemMomentumvon Â � / 
 /�- erreicht.
Bei manchenAntriebs–Ensembelnwächstder Netzwerkfehleroderoszilliert mit weiterführen-

demTraining. Da ein MerkmaldesHeuristischenLernalgorithmus’ein AbnehmenderLernrateim
VerlaufdesTrainingsist, nimmt die Lernratenunbei Fehlerwachstumabunderreichtnacheinigen
tausendTrainingszykleneinenWert von unter 9ë� -�/e� � . EinedynamischeTrainingsrateder5. oder
6. OrdnungscheintdasSystemsehrschnellundsicherin einemZustanddesglobalenMinimumszu
stabilisieren.

Vergleich von drei Netzen

Der HeuristischeLernalgorithmusfindetvorwiegendAnwendungin derSignalverarbeitung.Essol-
len nundrei Netze,welchemit unterschiedlichenLernalgorithmentrainiertwurden,verglichenwer-
den.In diesemBeispielwird ein frequenz-undbandweitenvariablerRaster-Filter simuliert.Deswei-
terenbesitzendie NetzenureineeinzigeSchichtanverborgenenNeuronen.

Das Netz, welchesmit Standard-Backpropagationtrainiert wurde, verwendeteine festgesetzte
Lernratevon 9õ� / 
~� undeinMomentumvon Â � / 
~� . Essind10Eingabe-sowie Ausgabeneuronen
und25 verborgeneNeuronenvorhanden.

DasErgebnislautet:

Minimum-Einzelschritt-Netzwerkfehler

� � + ¼ 5 7 + � � 
��
MaximumdesabsolutenZielfehlers( + � # 1<� # + )|	/ 
 |PL (nach200Trainingszyklen).

Bei VerwendungdesHeuristischenLernalgorithmus’mit einer initialen Lernratevon U 9 � -�/
und Â � / 
 /�- werdennach200Zyklendie Werte
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Minimum-Einzelschritt-Netzwerkfehler

� � + ¼ 5 7 + � | 
 �
MaximumdesabsolutenZielfehlers( + � # 1<� # + )-�/ 
 |PL

erreicht.Da die Lernrateimmerweiterabnimmt,hatsieamEndedenWert R 9õ� / 
 �c| � .
Abschließendwurdeein NetzohneHeuristischenLernalgorithmus,abermit festerLernrate9 �-�/ und Â � / 
 /�- trainiert.
Die Resultatesind

Minimum-Einzelschritt-Netzwerkfehler

� � + ¼ 5 7 + � }e
 | }
MaximumdesabsolutenZielfehlers( + � # 1<� # + ) |	/ 
 /�L .

Die Ergebnissesind im Vergleich zum Backpropagation-Lernalgorithmusbesser. Sie täuschen
jedochdar̈uberhinweg, daßdie Fehlerkurve trotz rapidemAbfall oszilliert.

Die TrainingsgeschwindigkeitsdifferenzenkönnenmittelsErprobenerrechnetwerden.Dies ge-
schieht,indemermitteltwird, wie früh im Trainingsprozeßein Netzzuverlässigbrauchbarwird.

In Abbildung 2 auf denFolien (sieheAnhang)wird der Unterschiedzwischendendrei Netzen
nochmalsgraphischanhandderDelta-Fehler-Kurve illustriert.

4.6 ”Moving-Target“ –Algorithmus

Modifikation

Standard-Backpropagation ist ein Algorithmus,derausschließlichauf feedforward-Netzeangewandt
wird. Er ist grunds̈atzlichsolangeerfolgreich,bis erauf zeitbedingteKorrelationenreagierenmuß.

Der
”
Moving-Target“ –Algorithmus, wie er von R. Rohwer[8] entwickelt wurde, ist hingegen

eineeinfacheMethodezum Training desdynamischenVerhaltensvon NeuronalenNetzen. Er ist
nicht nur auf feedforward-Netze,sondernauchauf Netzemit beliebigenVerbindungenangepaßt.
Dies bedeutet,daßer auf jedesTrainingsproblemin zeitdiskretenNetzenmit beliebigenfeedbacks
anwendbarist. Er kannsomit teilweisefür vielschichtigeNetzeangemessensein,wohingegender
Backpropagation-AlgorithmuswegenderFehlerreduktionin jederSchichtdesNetzesProblemehat.

Die gewünschteAusgabewird in Abhängigkeit vonvorausgegangenenEin- undAusgabenspezi-
fiziert. Der Algorithmusberuhtebensowie Backpropagationauf einergradienten-basierenden Feh-
lerminimierung. Der Wert der Fehlermessungist eineSummevon Quadratzahlen(sieheAlgorith-
musbeschreibung).

Die zentraleIdeeist verborgeneNeuronenalsZielneuronenmit variablenTrainingsdatenzu be-
handeln.Diesesogenannten

”
Moving-Targets“ sindwährenddesMinimierungsprozessesvariabel.Es

soll alsoerreichtwerden,daßdasNetzseineZwischenobjekteeigensẗandigwählt unddiesedannals
Informationenin AnbetrachtihrerErreichbarkeit undBrauchbarkeit zumErzielenderGesamtobjekte
variiert.
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Der Algorithmus

Das Netz–Modell mit feedbackwird als dynamischesSystembehandelt. In diesemändertsich
zeitabḧangigeineVariable' # ä 31 nachderDynamischenRegel

' # ä � � 7 � #K7 � : ' 7RQ ä � 
 = � P @ /' ] ä � Æ � bTS�1VUO� � S � b �;�I�
bis sie andersspezifiziertwird. Die Funktion � : ' = entsprichtder Aktivierungsfunktionwie sie

schonausAbschnitt3 bekanntist. DasNeuron / ist ein
”
Bias-Neuron“ undstellt einepositive, kon-

stanteAktivierungzurVerfügung,sodaßdieGewichte � 7 ] alsAktivierungsschwellwerteinterpretiert
werden.

Das Trainingsproblemim
”
Moving-Target“ –Algorithmus wird mittels

”
events“ definiert. Ein

event(dt.: Ereignis)ist ein Neuron-Zeit–Paar. Die Mengeallereventssindeingeteiltin:� Eingabe–events U� verborgeneevents W� Ziel–eventsX .

Ist dasNetzimmermit einembestimmtenZustandinitialisiert, dannsinddieseeventsalsEingabe
definiert. Für die Eingabe–events : P�� =ZY U errechnensich, entgegender DynamischenRegel, die
TrainingsdatenM # ä ausderidentischenFunktion' # ä � M # ä 

((0t) ist ein Spezialfall.)

Wennkein Trainingsdatumexistiert, handeltessich um verborgeneevents. Der Trainingsalgo-
rithmusgeneriertjedochWerte,welchebeimArbeitendesNetzesben̈otigt werden.Sindverborgene
eventszu Ziel–eventsgemachtworden,sosuchtderAlgorithmusnacheinemoptimalenKompromiß
zwischendengegebenenWertenund anderen,welchezum Erhaltendesgewünschtenzukünftigen
Verhaltensnötig seinkönnten.AnsonstenkannkeineAussagëuberdie Trainigsdatenderverborge-
neneventsgemachtwerden.

Die TrainingsdatenM # ä für die Ziel-events : P�� =[Y X erḧalt manin ähnlicherWeisewie bei ver-
borgenenevents,welchezuZiel–eventsdeklariertwurden.32

Für dieMinimierungeinerFehlerfunktionwurdealsgradienten-basierende Minimierungstechnik
der

”
Aktivierungsdefizit“ –Fehlerverwendet.

� A
\ � -| �� # ä��^]`_ : 'e# ä 1aM # ä = �
DieseGleichungwird mit denverborgeneneventszu folgenderFehlerfunktionerweitert:

� � -| �� # ä��b]c_edgfih � 7 � #87 � :RM 7RQ ä � 
 = 1aM # äbj �
31 k « ù ist dieAktivierungdesNeuronsl zumZeitpunkt é , d. h. diegesamteEingabevon l .
32Anmerkendist nochzu sagen,daßUnklarheitenin derNotationausgeschlossenwerdenkönnen,dadie Mengender

eventsm und n disjunktsind.



BeaufsichtigtesLernen– SeminarNEURONALE NETZE 35

Wird � � / , dannwürdediesimplizieren,daßdasgewünschteZiel erreichtist unddie verborgenen
sowie die Ziel–NeuronenderDynamischenRegel gefolgtsind.

Mit derMinimierungsgleichung ­ �­ � #87 � /
wird einlinearesGleichungssystemgeformt,dessenLösungdieoptimalenGewichtefür diegegebene
MengeanbewegtenZielenbereitstellt.

Schließlichist noch zu sagen,daßobwohl der Fehlerauchhier von der Aktivierung und den
Gewichtenabḧangigist, im GegensatzzumBackpropagation-Algorithmusdie Aktivierungeineun-
abḧangigeVariablemit von ihr abḧangigenGewichtenist.

Die partielleAbleitungdesFehlersist immerbez̈uglich der
”
Moving-Targets“ zuberechnen.Die

entsprechendenGleichungenkönnenin [8] nachgelesenwerden.

Beispiel: Erk ennungvon Signaleingaben

Der
”
Moving-Target“ –Algorithmuswird vorwiegendfür die MustererkennungundMusterklassifika-

tion eingesetzt.In demnunfolgendenBeispielbestehtdieAufgabedesNetzesdarinunterschiedliche
Eingabenzu erkennenund sie zu kodieren. Die KodierungentsprichtImpulsenunterschiedlicher
Breite. Eshandeltsichum zwei Eingaben,die einebinäreZahl wiederspiegelnsollen.Soergibt die
Eingabe00 (low, low) einensehrschmalenImpuls, wobei der breitesteImpuls bei 11 (high, high)
erreichtwird.

Auf denbeiliegendenFoliensinddreiBildschirmdarstellungenzuerkennen.Zu BeginndesTrai-
ningskannsich dasNetz nochnicht so recht für entsprechendeImpulsbreitenzu einergegebenen
Eingabeentscheiden.Dies ist in dererstenAbbildungdargestellt. Auf demzweitenBildschirm ist
dasendg̈ultige ErgebnisnachBeendigungdesTrainingszu sehen.Die dritte Darstellungzeigtdann
einenProbelaufdesNetzesnachvollbrachtemLernen.(Achtung:Die Skallierungist hier kleinerals
in denbeidenAbbildungenzuvor.)

4.7 OrthogonalisiertesBackpropagationmit Novelty Filter

Modifikation

Die letzteModifikation, die in diesemAbschnitt vorgestelltwerdensoll, wurdevon K. Otwell [6]
entwickelt. Bei diesemLernalgorithmuswerdenzur Lernsteigerungvon BackpropagationdieOrtho-
gonalisierungsmerkmale desNovelty Filtersin ein feedforward-Systemintegriert. Der rekursive No-
velty Filter, einvariantes,autoregressivesSystem,kannzujedemMustereinerSequenzohnestörende
Operationenauf vorhergegangeneMusterkonvergieren.Backpropagationhingegenben̈otigt die ge-
samteSequenzfür die Konvergenz. Die Mustervektorenmüssenjedochlinear unabḧangigsein. Ist
diesnichtderFall, sotendiertderAlgorithmusdazu,denRMS(rootmeansquared)–Fehler33 während
einesAustauscheszu minimieren.

Der Novelty Filter befindetsichin derEingabeeinerjedenSchichteinesfeedforwardNetzes.Er
reagiertauf bekannteAktivierungsmusterund übertr̈agt nur daswas

”
novel“ (d. h. neuartig)ist in

einemneuenMuster. Genauergesagtbedeutetdies,daßeinNovelty Filter einegegebeneMengevon
Aktivierungsmusternfestḧalt und daraufhinin der Lageist, eineorthogonaleProjektionvon neuen
Musternzu generieren.

Mit dieserÄnderungist Backpropagationfähig, Frage/Antwort–Verbindungen zu trainieren,je
nachdemwie siein einerSequenzentdecktwurden.

33sieheauchUnterabschnitt4.3
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Der Algorithmus

In diesemidealisiertenModell wurdeeinzweischichtiges,vollständigverbundenesfeedforward-Netz
verwandt.

JedeSchichtbestehtaus

1) einemEingabevektormit Elementen,dieausschließlichzwichen0 und1 liegen,

2) einemrekursivenorthogonalisierendenFilter aufdie Eingabevektorenund

3) einerAktivierungstransformationsfunktion zumGenerierenderAusgabe.

&&&& !�

�!
!�

&�

�!ob
b A ?`pq R

r
b ° 7 �

Abbildung4.2: Modell einereinzelnenSchichtmit Novelty–Filter

Die feedforward-Aktivierungs̈ubertragung ist geregelt durchdie allgemeinesigmoideFunktion

b A ?`p� � �/st � # � #
u b °@vxw#zy{N| 34

Die Ausgabe}g~
�`�u hatfolglich auchWertenzwischen0 und1.
DerNovelty–Term �}*� � }g� vxw� ��� v�� � v �} v
für jedesElementdesEingabevektorswird aus} � v�w� undderGewichtsmatrix � mit denElemen-

ten � � v generiert.
Um einennullwertigenNovelty–Vektorfür jedenEingabevektorzu erhalten,konvergiert � mit-

tels � � � v��� � ��� �} v �}*� |
34 �c�^�=�� ist derAktivierungswertvon Eingabelinie� . �c������ ist dieAusgabeaktivierungderLinie � .
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Für dieErleichterungderdigitalenSimulationwird die
”
Gesamt“ –Novelty–Matrix � verwendet.

SiekanndirektmittelsdesGram–Schmidt–Orthogonalisierungsalgorithmus’ berechnetwerden.�D� � �D�1 ¢¡-� �£ � �£¥¤�¦§¦ �£ � ¦§¦ ¨
Zur Unterscheidungderzuvor genanntenMatrizenist zu sagen,daßdie

”
ged̈achtnislose“ Matrix�D© die identischeMatrix ist und ��© alsMatrix nurNullwertebeinhaltet.

Die allgemeineDelta–Regel wurde schließlichzum Erzeugender
”
wachsendenDelta–Regel“

ver̈andert ª « u v � ¬®­ v �} u­ � �@¯1°±¯u � } ~����u³²�´ �V} ~����u¶µ·² � u ��} ~
�`�u¶µ 35­c¸
¹�º � �@¯1°±¯u � } ~����u³²�´ �V} ~����u¶µ � v ­ v « u v@»
um Verbindungenin derSequenzzu trainiern.

Beispiel: DasXOR–Problem

DasXOR–Problemist eineminimalenichtlinearePaarung,welchedie RobustheitderNäherungde-
monstriertundzugleichseinprimärerFehlbetragbetont.

In der erstenSchichtbefindensich viele
”
überfl̈ussige“ Ausgabelinien(oder verborgeneNeu-

ronen),um einenErfolg zu garantieren.Für jede Schichtwar eine Bias–Eingabeliniemit einem
konstantenWert von 0.9 vorgesehen.In jedemVersuchwurdeein Fehlerbereichvon ¼¾½ |=¿ um die
Ziel–Aktivierungvon 0.1und0.9herumverwandt.

Die nachfolgendeTabellestellt die Prozentzahlan erfolgreichwachsendenTrainingsversuchen
mit verborgenenSchichtenunterschiedlicherGrößedar.

AnzahlderverborgenenNeuronen 2 8 16 24
Prozentzahl(1000Versuche) 0.0 33.1 82.7 99.6

Tabelle4.3

Kritik

Trotz der guten Ergebnisse,die mit Hilfe der Novelty Filters erreicht wurden, ist der Algorith-
musnicht ganzausgereift,dabisherzwei Problemenicht bewältigt werdenkonnten:Sättigungund
Löschen.

Im FallederSättigungentwickeltedieersteSchichtlinearabḧangigeAusgabeaktivierungsmuster
für Mehrfachverbindungen. Die Novelty in der zweitenSchichtging daraufhingegen Null, was
wiederumdieKonvergenzfür einigeVerbindungenverhinderte.DadieZahlanVerbindungengrößer
war alsdie Zahl derEingabelinien,wurdedie Novelty in dererstenSchichtebenfalls zu Null bevor
alleVerbindungenrepr̈asentiertwaren.

Dennochwar die ersteSchichtin derLage,trotz derUnfähigkeit, die eigenenGewichte festzu-
legen,frequenziellmit der Generierunglinear unabḧangigerAusgabevektorenfortzufahren. Damit

35À � ist derZielwert vonAusgabeneuron� .
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ist die Konvergenzvon sp̈aterenVerbindungenallein vom Gewichtswechselin der zweitenSchicht
abḧanging.

DaszweiteProblemist, daßdasTrainingvon weiterenVerbindungendasLernenvorangegange-
ner löscht.DasSystemwar zwar in derLage,bei jederVerbindungeinerSequenzzu konvergieren,
konnteaberfrühereVerbindungennicht wiederkorrektaufrufen.DiesesFehlverhaltenwurdeimmer
dannfestgestellt,wennderFehlervor derendg̈ultigenKonvergenzkleinerwurde,wasauchbedeutet,
daßfrüheresLernen

”
vergessen“ bzw. gel̈oschtwurde.

Die Wahrscheinlichkeit, mit der eineVerbindunggel̈oschtwurde,schienmit der Neuheitihres
Lernenszu wachsen.Eine Analyse,die dieseVermutungbesẗatigt, konntebishernicht entwickelt
werden.

Vielleicht werdengrößereSystemeoderSysteme,welchemit Musternvon größererRegulariẗat
trainiertwurden,zu einemgrößerenGradanGeneralisierungzur VereinbarungneuerVerbindungen
fähigsein.
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5 Nicht BP–basierteAlgorithmen

5.1 CascadeCorr elation Algorithmus (CCA)

DerCascadeCorrelationAlgorithmuswurdevonScottE.FahlmannundChristianLebiereentwickelt.
Sie sind beideAngeḧorige der Carnegie-Mellon University in Pittsburgh und veröffentlichtenihre
Arbeit 1990in [2].

5.1.1 Moti vation

DenErfinderndiesesLernverfahrenslag esbesondersamHerzen,einenAlgorithmuszu entwickeln,
dernicht die typischenSchwachstellenbesitzt,die demBackpropagationundseinenModifikationen
innewohnen.SoentwickeltensiedenCCA, demein evolution̈arerAnsatzzugrundeliegt: seineTo-
pologiepaßtsichwährenddesTrainingsautomatischdergestelltenProblemstellungan.Die anfangs
minimaleTopologiewird nachundnachumverborgeneKnotenergänzt,derenGewichtebereitsvor-
heroptimaleingestelltwurden.Damit wird ein Problemgel̈ost,durchwelchesBackpropagationund
andereAlgorithmenviel anSchnelligkeit einb̈ußen:das

”
Moving Target“ Problem.DiesesProblem

tritt auf, wennalle Gewichte auf einmalgëandertwerden. Anstattgeradewegs gegendasgesuchte
Fehlerminimumzu streben,verschwendendie Gewichte viel Zeit damit, sich auf die immerwieder
wechselndeUmgebungeneinzustellen.Beim CCA werdendie Knotenbereitsim vorhineintrainiert
undin einekonstanteUmgebungeingef̈ugt. Damitkonnteerreichtwerden,daßderCCA sehrschnell
lernt undkein BackpropagationderFehlersignaleerforderlichist.

5.1.2 DynamischeNetzwerk-Architektur

Es gibt zwei EigenschaftendesCCA, die als maßgeblichfür die Schnelligkeit desAlgorithmusge-
nanntwerdenkönnen.Zum einenwächstdasNetzwährendderTrainingsphaseauf eineGröße,die
für die Problemstellungoptimal ist. Zum anderenwerdennur Knotenmit bereitsoptimiertenEinga-
begewichtenhinzugef̈ugt, umdaso.g. Problemder

”
Moving Targets“ zu entscḧarfen.

FolgendesBeispieleineswachsendenNetzessoll beideArchitektur-Eigenschaftenverdeutlichen:
Ausgangsbasisist ein einfacheszweischichtigenNetz,bestehendauseinerEingabe-undeinerAus-
gabe-Schicht.
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Abb. 5.1: AusgangsbasisdesCCA: ein zweischichtigesNetzmit aktivenGewichten
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Die Knoten1 der Schichtensind vollständigvernetzt. Die VerbindungenzwischendenKnoten
sind durch Á dargestellt. Alle Gewichte sind aktiv, d.h. könnentrainiert werden. Eine verborgene
Schichtgibt esanfangsnicht.

Im LaufedesTrainingswerdennachundnachverborgeneKnotenin dasNetzeingef̈ugt. Jeder
verborgeneKnoten erzeugteineneueEin-Knoten-Schichtund wird mit allen bisherexistierenden
KnotenderEingabe-undderverborgenenSchichtverbunden.
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Abb. 5.2: erweitertesCascade-Corralation-Netz

Die Abbildung zeigt ein CC-NetznachEinfügenvon zwei verborgenenKnoten. Die Gewichte
derAusgabeschichtsindaktiv (angedeutetdurch Á ) undkönnenz.B.mit Quickproptrainiertwerden.
Die GewichtederverborgenenKnotenwurdenschonbeimKreieren

”
voreingestellt“ undwerdennun

eingefrorenundnicht mehrver̈andert(angedeutetdurch ).
Nebenall denweiterobenangedeutetenVorteilenhatdiesesVorgehenaberauchnegativeEffekte.

Durch die stetigeErweiterungkönnenNetzemit großerTiefe (Anzahl der Schichten)und hoher
Anzahlvon Eingängen(fan-in)andenverborgenenKnoten2 entstehen.BeideMerkmaletragenzur
schnellwachsendenKomplexität bei undverschlechternsomitdie Performance.Esexistiereneinige
MöglichkeitenzurEntscḧarfungdiesesnegativenEffektes,dieallerdingsvondenAutorennochnicht
genaueruntersuchtwordensind.

Bisherwurdeerläutert,wie sichdieTopologiedesNetzeswährendderTrainingsphasever̈andert.
WelcheBedingungenzumHinzufügeneinesverborgenenKnotensführen,nachwelcherFormelseine
GewichteoptimiertwerdenoderwanndasWachsenendet,wird durchdenAlgorithmusfestgelegt.

5.1.3 Der CCA-Ler nalgorithmus

Der CCA startetmit demTrainingderGewichtedesobenbeschriebeneneinfachenzweischichtigen
Netzes.DabisherkeineverborgeneSchichtexistiert,ist auchkeinError-Backpropagationnotwendig.
Zur FehlerkorrekturkönneneinfacheVerfahrenwie die Delta-Regel (s. Abschnitt3.2)oderderPer-
ceptronLearningAlgorithmusverwendetwerden.Die AutorenFahlmannundLebierefavorisieren
allerdingsdenvon FahlmannselbstentwickeltenQuickprop(s. Abschnitt4.1), der eineschnellere
Konvergenzbietetalsdie einfachenVerfahren.

1zudenKnotenderEingabegeḧort aucheinBiasinput,deraufeinkonstantes+1 gesetztwird.
2jederneueKnotenwird ja mit allenanderenKnotenausderEingabe-undverborgenenSchichtverbunden
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NacheinergewissenAnzahlvon Trainigsl̈aufen
”
pendeln“ sichdie Gewichteein,die Fehlerkor-

rekturstagniert.DieseStagnationwird von einempatiencekontrolliert, derschließlichdenLernpro-
zeßabbricht. Liegt der zuletztgemesseneFehleruntereinervorgegebenenGrenze,kanndasNetz-
TrainingandieserStellebeendetwerden.Wenndie Abweichungallerdingsnicht zufriedenstellend
ist, werdennachundnachverborgeneKnoten

”
kreiert“ undin dasNetzeingef̈ugt.

Es gibt zwei Möglichkeiten, verborgeneKnoten zu kreieren: Bei der erstenwird jeweils nur
Knotengleichzeitigbetrachtet.Ein neuerKnoten(genanntKandidat)wird überseineEingabeseite
mit allenEingabe-undverborgenenKnotenverbunden,seineAusgabe-Seitebleibtabgekoppelt.Nur
die Gewichte desKandidatensind aktiv und werdenin mehrerenDurchl̈aufentrainiert (angedeutet
durch Á ). Alle anderenbleibenunver̈andert(angedeutetdurch ).
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Abb. 5.3: CCA beimKreiereneinesneuenKandidaten.

Ziel desTrainingsist es,Gewichtezu finden,mit denenderAusgabe-Fehleramsẗarkstenbeein-
flußt werdenkann. Dies geschieht,indemdie KorrelationzwischendemWert desKandidatenund
demAusgabefehlermaximiertwird.�Â} £ Ã � � ¹ÅÄÄÄÄÄ ��Æ ²ÈÇ

Æ �ÊÉÇ[µ·²^Ë Æ*Ì ¹ �ÍÉË ¹ µ ÄÄÄÄÄ (25)

wobei:Î Trainingsmusterbzw. -eingabe(pattern)Ï AusgabeknotenÇ Æ WertdesKandidatennachderTrainingseingabeÎË Æ*Ì ¹ FehlerandemAusgabeknotenÏ nachderTrainingseingabeÎÉÇ » ÉË ¹ DurchschnittswertëuberallenTrainingseingabenÎ
Mit Hilfe derpartiellenAbleitungenunddesGradientenabstiegskönnenGewichtebestimmtwer-

den,die die Zielgleichungerfüllen. Wenn Ã konvergiert, kannderKandidatin dasNetzvollständig
integriert werden.

NachderIntegrationeinesKandidaten,d.h. nachAnbindenseinerAusgabeandie Ausgabekno-
ten,werdendie Eingabe-Gewichteeingefrorenunddie Ausgabe-Gewichtewie anfangsbeschrieben
mit Quickproptrainiert.
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Nun zur zweitenMöglichkeit (eigentlicheineErweiterungderersten),einenverborgenenKno-
ten zu bestimmen. Nicht einer, sonderneine Mengevon Kandidaten(Pool) wird trainiert. Dazu
werdendie Eingabe-GewichtederKandidatenzufallsabḧangiginitialisiert undauf Maximierungder
Gleichung25 trainiert.
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Abb. 5.4: CCA beimKreiereneinesPoolsvon Kandidaten.

Alle Kandidatenerhaltendie gleicheEingabeund sehendie gleicheAusgabe. Da sie weder
dasErgebnisdesNetzesnochsich gegenseitigbeeinflußen(abgekoppelteAusgabe-Verbindungen)
könnenalle Kandidatenparallel trainiert werden. Stagniertdie Maximierungvon Ã , wird ausdem
Poolder

”
Beste“ , d.h.dermit demgrößtenBeitragzu Ã , herausgesuchtundin dasNetzintegriert.

Die Auswahl untermehrerenmöglichenKandidatenbringt einigeVorteilemit sich: DasRisiko,
einenvöllig

”
nutzlosen“ Knoten 3 einzuf̈ugen,wird gemindert. Darüberhinaussteigtmit größerer

Kandidaten-MengedieQualiẗat (SẗarkederKorrelationzumFehler)desausgewähltenKnotens.Dies
läßtsichnochweiterausbauen,indemnichtnurdurchVariationderInitialgewichte,sondernauchder
Aktivierungsfunktionen einegrößereDifferenzierungunterdenKandidatenerzieltwird.

5.1.4 Simulationsergebnisse

DasZwei Spiralen-Problem

Bei diesemProblemwird dasneuronaleNetzmit Ð 200 ²RÑ »�Ò µ -Wertengespeist,die im Koordina-
tensystemdie Formvon zwei ineinanderverschlungenenSpiralenwiedergeben(s. linke Graphikder
folgendenAbbildung).

3dernur deshalbgenommenwürde,weil eskeinenanderenoderbesserengibt, deraberkeinen(potentiellen)Beitrag
zurFehlerreduzierungleistet
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Abb. 5.5: DasZwei Spiralen-Problem

Die AufgabedesNetzesist es, diesezwei Spiralenzu
”
erkennen“ und die Zugeḧorigkeit der

einzelnenPunktezu der einenoder anderenSpiralemit � ´ oder � ´ anzugeben.Dazu kann ein
Netzmit 2 Eingabeknoten,1 AusgabeknotenundeinervariierendenAnzahlvonverborgenenKnoten
verwendetwerden. Bei der AnwendungdesCCA weitetesich dasNetz auf durchschnittlich15
verborgeneKnotenaus.Die rechteGraphikderAbbildung4.5zeigtalsErgebniseinerechtsaubere
KlassifizierungderX-Y-Eingaben.

DerCCA soll nunmit AlgorithmenderBP-Familieverglichenwerden.

Algorithmus # EpochenbeimStandardnetz # Epochenbeimmod.Netz4

BP keineLösung 20.000
mod.BP 150.000- 200.000 12.000
Quickprop - 8.000
CCA 1.700 -

Tab. 5.6: Lösungdes2-Spiralen-Problems

In den 100 durchgef̈uhrten Läufenwar CCA immer erfolgreichmit im Schnitt 1.700 Epochen5.
Bei vergleichbarerKomplexität (nämlich15 verborgeneKnoten)ist derCCA damit5malbesserals
Quickpropundsogar10malbesseralsStandard-BP6.

Betrachtetman nicht nur die Anzahl der Epochensondernden Rechenaufwand, erweistsich
der CCA als nochgünstiger, da BP für jedenDurchlaufeinenVorwärts-und einenRückwärtspass
ben̈otigt, CCA dagegenmit lediglicheinemVorwärtspassauskommt.

AndereMustererkennungs-Probleme

Um die Leistungsf̈ahigkeit desCCA nocheinmalgenauzu untersuchen,habenJ. Yangund V. Ho-
navar 1991in [12] umfangreicheTestsauf real-existierendenProblemendurchgef̈uhrt. Dabeihan-
delte es sich um die Klassifizierungvon Schach-Konstellationen,Geḧorscḧadenund Sojabohnen-
Krankheiten.Sieverwendetendazu:

4Eswurdeein 2-5-5-5-1Netzverwendet,bei demdieKnoteneinerSchichtmit dernachfolgendenundallen vorherge-
hendenSchichtenverbundensind.

5DieserWertbeinhaltetdieLäufezumTrainierenderEingabe-undAusgabegewichte.
6wobei hier keine näherenAngabenzu verwendetenParameterngemachtwurden,mit denen- wie ausAbschnitt 3

hervorgeht- dieSchnelligkeit wesentlichvariiert werdenkann
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Klassifikationin Verlorenbzw. Gewonnen.Ó 200Fällevon GeḧorkrankheitenundÓ Ð 600Beispielevon Sojabohnen-Krankheiten mit demZiel derZuordnungzuentsprechenden
Krankheitsklassen.

Die Anzahl der Eingabeknotenwurde abgeleitetausder Anzahl der Attribute, die notwendig
sind,um die Beispieldatendarzustellen.Die AnzahlderAusgabeknotenbestimmtesichausderAn-
zahlmöglicherKlassen.Im folgendensinddie mit PerceptronAlgorithmus(PA), Backpropagation-
Algorithmus(BP)undCCA erzieltenResultatealsDurchschnittswertëuberzehnLäufeaufgef̈uhrt.

Alg. # Epochen Korrektheit # verborg. Knoten
PA 3.460 93,9 0,0
BP 4.120 96,3 8,0

CCA 164 95,4 1,1

Tab. 5.7: Klassifizierungvon Schach-Konstellationen

Alg. # Epochen Korrektheit # verborg. Knoten
PA 10 73,5 0,0
BP 2.880 77,7 11,0

CCA 69 73,5 0,3

Tab. 5.8: Klassifizierungvon Geḧorscḧaden

Alg. # Epochen Korrektheit # verborg. Knoten
PA 12 92,9 0,0
BP 158 94,1 23,0

CCA 17 97,0 0,0

Tab. 5.9: Klassifizierungvon Sojabohnen-Krankheiten

Die Versuchsergebnissezeigen,daßdieAnzahlderben̈otigtenEpochenbeimCCA im Schnittein
bis zwei Größenordnungenkleiner ist als beim BP. Danebenwurdenvon CCA wesentlichweniger
Knotengeneriertals BP zum ErreichendieserErgebnisseben̈otigt. DieseÜberlegenheitdesCCA
geht allerdingsetwas zulastender Korrektheit. PA wiederumist beim Schach-Problemerheblich
langsameralsCCA, in denanderenFällenjedochbesser, daessichhierum linear teilbare Probleme
handelt,die PA äußersteffizientbewältigenkann.

Die insgesamtrechtgünstigenErgebnissefür CCA sindabermit Vorsichtzugenießen.Eshandelt
sichhierumErgebnissevonTrainingsl̈aufen,denenschonoptimierteDesign-Parameterzugrundelie-
gen.Der CCA erfordertdie FestlegungeinerMengevon Parametern7 durchdenBenutzer. Optimale
Wertefür dieseParameterzufindenbedarfabervieler trial & errorVersuche.DerAufwandfür diese
sog.explorativenLäufekannleichtdenGeschwindigkeitsvorteil zunichtemachen.Dahereignetsich
derCCA vorzugsweisefür wiederholtegleichartigeAnwendungen,beidenendieParameternichtneu
optimiertwerdenmüssenundfür Implementierungenin Hardware.

7eineAuflistungderParameterfindetsichin [12]
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5.2 ScaledConjugateGradient Algorithmus (SCG)

DieserAlgorithmuswurdevon Martin F. Moller entwickelt und1990in demArtikel
”
A ScaledCon-

jugateGradientAlgorithm for FastSupervisedLearning“ [5] beschrieben.M. Moller ist Mitglied des
ComputerScienceDepartmentsanderUniversiẗat Aarhusin Dänemark.

5.2.1 Moti vation

Die OptimierungdesLernverhaltenseinesneuronalenNetzesbedeutetim wesentlichendasMinimie-
rendesLernfehlers,derausderglobalenFehlerfunktionermittelbarist. Die VariablendieserFehler-
funktion repr̈asentierendieGewichtedesNetzes.Meisthandeltessichumkomplexe Funktionenmit
mehrerenTausendVariablen.Die vorherrschendeMeinungist, daßsichsolcheumfangreichenOp-
timierungsproblemeam bestenmit Methodenausder Klasseder konjugiertenGradientenverfahren
bewältigenlassen.SCGist, wie derNameschonverr̈at, ein VerfahrenausdieserKlasse,dasfür die
effizienteAnwendungauf neuronaleNetzemodifiziertunderweitertwurde. Der Vorteil diesesAn-
satzesliegt zumeinendarin,daßderAlgorithmuskeinerleibenutzerabḧangigenParametererfordert
undzumanderenin bestimmtenSituationeneinenenormenGeschwindigkeitsvorteil gegen̈uberAl-
gorithmenbasierendaufdemGradientenabstiegsverfahrenwie z.B.BPaufweist.Wersichschonmal
mit der ImplementierungdesBackpropagationbescḧaftigt hat, weiß, welcheverheerendeAuswir-
kungParameterwie z.B.LernrateoderMomentum-TermaufdieLerngeschwindigkeit habenkönnen
undwie schwierigesist, optimaleWertedafür zu finden. Der SCGweichtdieserpotentiellenFeh-
lerquelleaus,indemer voll automatischohnejegliche Parametersetzung

”
von außen“ abl̈auft. Er

verwendetdenLevenberg-Marquard-Ansatz stattder aufwendigenline-searchzur Bestimmungei-
nerangemessenenSchrittweite,sodaßer gegen̈uberBP mind. eineGrößenordnungbesserist. Der
Vorteil gegen̈uberBP wird umsodeutlicher, je höherdie Anforderungandie Genauigkeit derErgeb-
nissesteigt.Ebenfalls souver̈anzeigtsichderSCGin Situationen,in denenderGewichtsraumlange
SchluchtenundstarkenKrümmungenaufweist,wohingegensichBP damitrechtschwertut.

5.2.2 Grundlagen

Für dennachfolgendvorgestelltenAlgorithmusmüssenzun̈achsteinpaarmathematischeGrundlagen
gelegt undDefinitionenaufgestelltwerden:

Die synaptischenGewichte

« � v unddieInput-BiaseswerdenzueinemGewichtsvektor

«
zusam-

mengefaßt. JederVektor

«
kannals ein PunktdesGewichtsraumes Ô Õ×Ö angesehenwerden( Ø =

AnzahlderGewichte).DieglobaleFehlerfunktion ËÙ² « µ ist vondenGewichtenundBiasesabḧangig
undkannz.B. mit derMethodederkleinstenQuadrateaufgestelltwerden.Der Gradient Ë×ÚÈ² « µ ist
ein Vektormit denerstenpartiellenAbleitungenaus ËÙ² « µ , jeweils aufsummierẗuberalle Trainings-
muster. Zum besserenVersẗandnissei wiederholt,daßderneg. Gradientdie Richtungdessteilsten
Abstiegs der Funktion Ë�² « µ angibt. Die quadratischeMatrix Ë Ú Ú ² « µ mit zweitenpartiellenAblei-
tungenvon Ë�² « µ bildet die sog. Hesse-Matrix.Ein nullwertigerGradientundeinepositiv definite
HessematrixsindnotwendigeundhinreichendeBedingungenfür die ExistenzeinesMinimums.Der
Algorithmusarbeitetauf einerApproximationder Fehlerfunktionausder Taylorreihenentwicklung
des2tenGrades.Für einengegebenenPunkt ² « �ÜÛ µ lautetdie Approximation:ËÙ² « �ÝÛ µ Ð ËßÞ@àD² Û µ � ËÙ² « µ � Ë Ú ² « µ@á Û×� ´â Û áãË Ú Ú ² « µ Û (26)

Wie sichsp̈aterherausstellt,funktioniertderAlgorithmusnuraufpositiv definitenMatrizen.EineäVåæä Matrix ç ist genaudannpositiv definit, wenngilt:Û á ç Û�è ½ é Û�ê Ô Õ Ö » Ûaë�ì½ (27)
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FürdieBestimmungeinesí –Planarswird einkonjugiertesSystemderGewichtsvektorenben̈otigt.
SeienÎ ¡ » Î ¨ » |î|î| Îðï eineMengenicht nullwertigerGewichtsvektorenaus Ô ÕñÖ und ç einesymmetri-
sche,nicht-singul̈areMatrix. Daskonjugierte Systemist definiertdurch:Î áv ç Î � �ì½ ²Rò ë�ôó » ò � ´ » |î|î| » í µ (28)

Ein í –Planar ( õ ï ) ist danndie MengeallerPunkte

« ê Ô Õ×Ö , die
« � « ¡ � � ¡ Î ¡ � |î|î| � � ï
Îðï » � v ê Ô Õ (29)

erfüllen, wobei

« ¡ ein Elementausdem Gewichtsraumist und Î ¡ » Î ¨ » |î|î| Îðï eine Teilmengedes
konjugiertenSystems.Damit wird eine(n-dimensionale)Vektor-Mengesoabgebildet,daßVektoren
mit gemeinsamenEigenschaftensẗarker zusammenr̈uckenundClusterbilden.

AllgemeineOptimierungsstrategie

VielenOptimierungsmethodenliegt die gleicheStrategie zugrunde:in einemiterativen Prozeßwird
Schrittfür Schrittin derUmgebungdesaktuellenPunktesdaslokaleMinimumaufderApproximation
der betrachtetenFunktion angestrebt.Die Strategie kann sehranschaulichwie folgt beschrieben
werden.

1. InitialisieredenGewichtsvektor

« ¡ undsetztedie Iteration í auf1.

2. BestimmeeineSuchrichtungÎðï und Schrittweite � ï , die denFehlerverkleinern,so daßalsoË�² « ï � � ï
Îðï µDö÷ËÙ² « ï µ .
3. AktualisieredenVektor

« ïîø ¡ù� « ï � � ï�Îðï .
4. Wenn ËúÚÈ² « ï µ �Å½ dannist

« ï·ø ¡ dasgesuchteMinimum, sonstsetzteíû�Êí � ´ undmache
beiSchritt2 weiter.

DiezentralenStellenderOptimierungsstrategiesindBestimmungderSuchrichtungundderSchritt-
weite. In diesenPunktenunterscheidetsich auchder hier vorgestellteSCG von anderenkonju-
giertenGradientenVerfahren.Wird die Suchrichtungdurchdenneg. Gradienten� ËúÚb² « µ gegeben
unddie Schrittweitekonstantgehalten,dannentsprichtdie obenbeschriebeneVorgehensweisedem
BackpropagationohneMomentum-Term. DessenMinimierung basiertauf linearerApproximationËÙ² « �ôÛ µ � Ë�² « µ � Ë×Úb² « µ á Û , im Gegensatzzur quadratischenTaylor-ApproximationbeimSCG.
Die darausresultierendeschlechteKonvergenzdesBP wird mit Hilfe desMomentum-Termsetwas
verbessert,der ähnlichwie bei derTaylor-ApproximationbeimSCGInformationen2terOrdnungin
denOptimierungsprozeßmiteinbezieht.

Wie werdennundie Suchrichtungunddie SchrittweitebeimSCGbestimmt?Da derSCGeine
Variation deskonjugiertenGradientenverfahrensdarstellt,soll zun̈achstdiesesVerfahrenerläutert
werden,um sp̈aterdie ErweiterungeninnerhalbdesSCGvorzustellen.

Daskonjugierte Gradientenverfahren

EntsprechendderüblichenVorgehensweisebeimMinimierenwerdenPunkte

«
gesucht,andenendie

ersteAbleitungderapproximiertenFehlerfunktion(26)Null ergibt.Ë ÚÞ�à ² Û µ � Ë Ú Ú ² « µ Û×� Ë Ú ² « µ ü� ½ (30)
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Gehenwir davon aus,daßeinkonjugiertesSystemÎ ¡ » Î ¨ » |î|î| » Î w 8 existiert und Û ¡ ein Startpunkt
ausdemGewichtsraumist. DannläßtsichderExtrempunktÛ�ý mitÛ�ý � Û ¡ � Ö�v1þ ¡ � v Î v » � v ê Ô Õ (31)

in Ø Iterationsschrittenbestimmen9. DaaberdasNullsetztendererstenAbleitungnureinhinreichen-
desKriterium für einMinimum ist, kanndasermittelteÛ�ý aucheinMaximumodereinenSattelpunkt
darstellen.Die notwendigeundhinreichendeBedingungfür ein Minimum ist die zus̈atzlichpositiv-
definiteHesse-MatrixË Ú Ú ² « µ . Bis aufweitereswird dieseEigenschaftvorausgesetzt.

Auf demWeg zumglobalenMinimum Û�ý sindalleZwischenergebnisseÛ ïîø ¡ù� Û ï � � ï
Îðï (32)

lokaleMinima von Ë�Þ�àÿ² Û µ auf denentsprechendení -Planarenõ ï 10. Ausgehendvon einemkonju-
giertenSystemÎ ¡ » Î ¨ » |î|î| » Î w undeinemStartpunktÛ ¡ kannalsoaufdieseWeisein max. Ø Iteratio-
nenüberlokaleMinima Û ïîø ¡ aufdenjew. í -PlanarendasglobaleMinimum Û�ý bestimmtwerden.

Wie schonerläutertist dieBasisbeidiesemVorgehendiequadratischeApproximationdergloba-
len Fehlerfunktion(26). AufgrundderquadratischenEigenschaftkonnteKonvergenzin Ø Schritten
garantiertwerden. Bezogenauf die nicht-quadratischeglobaleFehlerfunktionËÙ² « µ kannesaller-
dingspassieren,daßkeineKonvergenzeintritt. In diesemFall muß Îðïîø ¡ mit der Suchrichtungdes
steilstenAbstiegsneuinitialisiert undderAlgorithmuserneutgestartetwerden.

Die AnwendungdesAlgorithmus’ erfordertin jederder Ø Iterationendie Neuberechnungder
Hesse-Matrix. Dabeientstehtder erheblicheAufwandvon � ² Ø�� µ für die Berechnungselbstund� ² Ø ¨ µ für dasAbspeichern.Wird ËúÚ Úb² « ï µ Îðï abergescḧatzt11, läßtsichdieserAufwandauf � ² Ø ¨ µ
und � ² Ø µ reduzieren.

5.2.3 Der SCG-Algorithmus

Die obenvorgestellteVorgehensweisestelltdaskonjugierteGradientenverfahrenausdernumerischen
MathematiknachM. Hestenesdar. Bei derAnwendungauf neuronaleNetzeversagtdasVerfahren
allerdingsfastimmer. Woranliegt das?DasProblemliegt bei derHesse-Matrix.Die globaleFehler-
funktion besitzteineHesse-Matrix,die in manchenRegionendesGewichtsraumesindefinit ist. Der
Algorithmusarbeitetallerdingsnur aufpositiv definitenHesse-Matrizenkorrekt.Zudemkonvergiert
erwegenderqadratischenEigenschaftderApproximationnur langsam,wennderaktuellePunktweit
vom globalenMinimum entferntliegt. Der Algorithmusmußalsomit Hilfe von Skalarenso mo-
difiziert werden,daßer mit indefinitenMatrizenzurechtkommt. AndereLernalgorithmenlösendas
Problem,indemsiezurBestimmungderSchrittweitedie line-searchverwenden,wasallerdingseinen
erheblichenKomplexitätzuwachsbedeutet.

Beim SCGwird dagegengem̈aß desLevenberg-Marquardt-Ansatzesein Skalar � ï verwendet,
derdie IndefinitheitderHesse-Matrixreguliert. Die ScḧatzungderHesse-Matrixlautetdann:�cï � Ë Ú Ú ² « ï µ Îðï Ð ËúÚ^² « ï ��� ï±Îðï µ � Ë×ÚÈ² « ï µ� ï � ���
	�� (33)

8DaskonjugierteSystemderGewichtsvektorenkannrekursiv aus� ��
������
��
������P� � � ermitteltwerden,mit:� � ��� � ����� �"!$#&%'!$( �*) (steilsterAbstieg)� ��
�� ����� �#&% !$( ��
�� ) !$( ��
�� aus(7))� � �,+ -/.*021�+ 3542-/.*021/-/.6�7. -/.
9mit derSchrittweite8 � � 4 6 792:<;=">�? @BADC6 79 : ; ; ? % C 6 9

10mit 8 � �FE .G .�H/I � ��� �KJ � � �#&% !$L
M ) H N � � �KJ � � � � !$O ) � �
11mit P � ���Q� �R!$O � ) � �TS : ; ? % . 
KU . 6 . C 4 : ; ? % . CU . HWVYX[Z � X X]\
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Ist dieHesse-Matrixindefinit,sowird dasdurcheinneg. Vorzeichenvon ­ ï ² � Î á ï Ë Ú Ú ² « µ Îðï µ indiziert.
In jederIterationwird � ï in Abhängigkeit von ­ ï justiert(erḧoht,wenn ­ ï ö ½ ) und �`ï neugescḧatzt.� w � �ï � �cï � ² � ï �^� w � �ï µ Îðï (34)

Ziel ist es, _^}<`badc�} ï so zu wählen,daß ­ ï wiederin denpositiven Bereichrutscht. Aus der Größe
von ­ ï undErfahrungswertenkanngeschätztwerden,um wieviel � ï erḧoht werdensollte,damitder

”
Indikator“ der positiven Definitheit der Hesse-MatrixgrößerNull wird. ExakteoptimaleWerten

lassensichbishernicht bestimmen.
Die durch � ï skalierteSchrittweiteläßtsichnunberechnenaus:� ï � eãï­ ï � eãïÎ áï �`ï � � ï ¦ Îðï ¦ ¨ | (35)

Mit steigendem� ï wird alsodie Schrittweitekleiner.
AufgrundderkünstlichenVer̈anderungderHesse-MatrixdurchdenSkalarverliert die quadrati-

scheApproximationder globalenFehlerfunktionan manchenStellenihre Approximationsg̈ute

ª ï² ½ ö ª ï ö ´cµ . Um dieswiederglattzub̈ugeln,wird derverwendeteSkalarnormiert:

wenn

ª ï è ½ |gf*¿ dann � ï � ´â � ï
wenn

ª ïih ½ | â ¿ dann � ï �kj<� ï
DervollständigeSCG-Algorithmuskannnunin 9 Schrittenbeschriebenwerden.

(1) Initialisierung
BestimmeeinenGewichtsvektor

« ¡ unddie Skalare�aè ½ , � ¡ è ½ und � w � � �ì½
SetzeÎ ¡ �kl ¡ � � Ë Ú ² « ¡ µ » íÙ� ´ und � �nmomop �q� � � l �np

(2) Wenn � �nmdmBp �q� � � l �'p dannberechnedie InformationenzweiterOrdnung:� ï � rs Æ � s�`ï � Ë Ú Ú ² « ï µ Îðï �ut �wv à � ø r � Æ �yx   t �zv à �yxr �­ ï � Î á ï �`ï
(3) Skalieredie gescḧatzteHesse-Matrix�cï :�`ï � �`ï � ² � ï �^� w � �ï µ Îðï­ ï �i­ ï � ² � ï �^� w � �ï µ ¦ Îðï ¦ ¨
(4) Wenn ­ ï ö ½ , dannmacheHesse-Matrixpositiv definit:�`ï � �`ï � ² � ï � âk{ �s Æ � s | µ Îðï� w � �ï � â ² � ï � { �s Æ � s | µ­ ï � ��­ ï � � ï ¦ Îðï ¦ ¨� ï �}� w � �ï
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(5) BerechnedieSchrittweite:eãï � Î á ï l ï� ï �u~ �{ �
(6) BerechnedieApproximationsg̈ute:

ª ï � ¨ { �q� t v à � x   t v à � ø'� � Æ � x$�~ |�
(7) Wenn

ª ï�� ½ dannkannderFehlerreduziertwerdenmit:

« ïîø ¡ù� « ï � � ï�Îðïl ïîø ¡ù� � Ë Ú ² « ïîø ¡ µ� w � �ï �ì½� ��momBp ��� � � l �np
(7a) Wenn Ø Iterationenvorbeisind,starteAlgorithmusneumit:Îðïîø ¡ �kl ïîø ¡

sonstberechneneueSuchrichtung� ï � s º ��
�� s |   º ��
�� º �~ �Îðïîø ¡ �kl ïîø ¡ � � ï
Îðï
(7b) Wenn

ª ï�� ½ |gf*¿ , dannverkleineredenSkalar� ï � ¡¨ � ï
sonstkannderFehlernicht reduziertwerden� w � �ï ��� ï� ��momBp ��� ��� }<_ � p

(8) Wenn

ª ï�h ½ | â ¿ dannerḧohedenSkalar� ï ��j<� ï
(9) WenndieRichtungdessteilstenAbstiegs l ï ë�ì½ setzteí � í � ´ für dienächsteIterationund

machebeiSchritt2 weiter,
sonstbeendeAlgorithmus.GesuchtesMinimum =

« ï·ø ¡
ZumAbschlußderAlgorithmus-BeschreibungnocheinpaarWortezumAblauf: In jederIteration

wird Ë�² « µ einmalund Ë×Úb² « µ zweimalberechnet,waszueinerKomplexität von � ²/� Ø ¨ µ führt. Die-
serWert kannbei einergeschicktenImplementierungauf � ² â Ø ¨ µ reduziertwerden.Vergleichende
WertezuanderenLernalgorithmenwerdenim nächstenAbschnittvorgestellt.

Die folgendeAbbildungzeigtdenSCGin Anwendung.
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Abb. 5.10:Fehler- undSkalar-Statistik

Der globaleFehler(linke Graphik)fällt kontinuierlich,daein zwischenzeitlichesAnsteigendes
Fehlersnicht zugelassenist. Stellen,an denendie Kurve nicht abf̈allt, deutenauf Indefinitheitder
Hesse-Matrixhin, die in mehrerenIterationenohneFehlerreduzierungreguliert werdenmuß. Die
GraphikrechtszeigtdieentsprechendenSchwankungendesSkalars.Er variiertnurbiszurca.27sten
Iteration,da näheram Minimum die Hesse-Matrixpositiv-definit ist und daherdasSkalierennicht
mehrnotwendig.

5.2.4 Simulationsergebnisse

Im folgendenwerdenSCGundandereAlgorithmenaufdrei typischeProblemeangewendet.Mit der
Gegen̈uberstellungderdabeierzieltenResultatekanndiePerformancederTestkandidatenverglichen
werden.

DasGleichheitsproblem

Bei diesemProblemgehtesdarum,festzustellen,ob ein n-bit-StringeinegeradeAnzahlvon Einsen
entḧalt oder nicht. Das dazuverwendeteNetz bestehtausn Eingabeknoten,n verborgenenKno-
tenund einemAusgabeknoten,der 1 liefert, wenndie AnzahlderEinsenim Stringgeradeist. Die
Schwierigkeit dieserProblemstellungbestehtdarin, daßbei sehrähnlichenEingabemusternvöllig
unterschiedliche(inverse)Ausgabenerwartetwerden.DasGleichheits-oderParitätsproblemmit n=2
entsprichtdembereitsmehrfachaufgef̈uhrtemXOR-Problem.Der SCGsoll in dieserProblemsitua-
tion gegendasBP getestetwerden.

BeideAlgorithmenwurdenmehrmalsauf 3- bis 7-bit-Stringsangewendet,und zwar mit unter-
schiedlichenStart-Gewichtsvektorenund unterschiedlichenArchitekturen. Die Testergebnisseder
folgendenTabellelieferndie durchschnittlicheAnzahlder ËÙ² « µ und ËúÚb² « µ – Aufrufe. DasKonver-
genzkriteriumbetrug ´ ½  �� .
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Architektur SCG BP Speed-up
3-3-1 154 6.394 41,5
3-3-3-1 167 3.587 21,5
4-4-1 494 15.373 31,1
4-4-4-1 467 10.899 23,3
5-5-1 642 18.451 28,7
5-5-5-1 608 13.679 22,5
6-6-1 1.217 56.341 46,3
6-6-6-1 1.009 18.110 17,9
7-7-1 1.752 77.370 44,2
7-7-7-1 1.337 41.846 31,3

Tab. 5.11:LösendesGleichheitsproblemsmit SCGundBP

DerSCGben̈otigt durchschnittlichÐ 30malwenigerAufrufe von Ë�² « µ und Ë×Úb² « µ alsBP. Betrachtet
mandie Komplexität, ergebensich ausdiesemExperiment(je nachGrößedesEingabestringsund
Anzahlvon Schichten)für die LernzeitWertezwischen:Ó BP: � ² Ø ¨ _ Ï�� Ø µ und � ² Ø�� µÓ SCG: � ² Ø�_ Ïq� Ø µ und � ² Ø ¨ µ
wobei Ø dieAnzahlderEingabeknotenist. Damit ist SCGmind. eineGrößenordnungbesseralsdas
Backpropagation.

Das” logistic-map“ -Problem

Mit der rekursiven Funktion £ w ø ¡ ��l £ w ²�´ � £ w µ » ½ hÍ£ w h ´ werden10 Werte £ðï für die
Netzeingabegeneriert.Esgilt nunauseinerEingabe£ðï £eïîø ¡ zu bestimmen,alsodassichhinter
denWertepaaren² £ðï » £ðïîø ¡ µ verbergendedynamischeSystemzu erkennen.Auf dieserProblemstel-
lung wurdenmit SCGundeinerVariantedesBackpropagation,genanntBold-Driver-Method(BD),
vergleichendeTestsdurchgef̈uhrt.

Das verwendeteNetz besitzteine 1-5-1-Architektur(ein Eingabeknoten,fünf verborgeneund
ein Ausgabeknoten).Für jedeszugrundegelegteKonvergenzkriteriumausdemBereichvon 0.1 bis
0.01wird jeweils aus10 unterschiedlichenStart-Gewichtsvektorendie durchschnittlicheAnzahl an
Aufrufenvon Ë�² « µ und Ë×ÚÈ² « µ ermittelt.Die folgendeTabellezeigtdie Testergebnisse.

Konv.Krit. SCG BD Speed-up
0,10 107 1.044 9,8
0,09 126 2.293 18,2
0,08 198 9.459 47,8
0,07 319 19.008 59,6
0,06 438 23.518 53,7
0,05 497 30.408 61,2
0,04 580 42.491 73,3
0,03 683 57.093 83,6
0,02 1.011 241.557 238,9
0,01 4.718 2.548.570 540,2

Tab. 5.12:LösendeslogisticmapProblemsmit SCGundBD
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Die Performance12 desSCGist 10bis540malbesseralsdiedesBD. Wie ausderWerteverteilung
derTabelleersichtlich,bestehteineeindeutigeAbhängigkeit zwischendemKonvergenzkriteriumund
demSpeed-updesSCG.DerPerformance-Vorteil desSCGwächstmit fallendemKonvergenzkriteri-
um erstlinear, bei 0.02undkleinererfährter ein exponentiellesWachstum.Woranliegt das?Dazu
mußmandie Unterschiedein derVorgehensweisebeiderAlgorithmenbetrachten.BD, alseineVari-
antedesBackpropagation,basiertauf denInformationenersterOrdnung,d.h. ber̈ucksichtigtnur die
ersteAbleitungderFehlerfunktion.SolcherAlgorithmenhabendie Eigenschaft,daßsiemit zuneh-
menderNähezumMinimum immerlangsamerkonvergieren.DasMinimum selbsterreichensienie.
Dagegenbasiertder SCG– wie ausderAlgorithmus-Beschreibung ersichtlich– auf Informationen
zweiterOrdnung,d.h. ber̈ucksichtigtauchdie zweiteAbleitungdargestelltdurchdie Hesse-Matrix.
SolcheAlgorithmenverhaltensichentgegengesetzt:je kleinerdasKonvergenzkriterium,alsoje näher
sieandasMinimum müssen,umsoschnellerschreitensievoran.

Das=1 Problem

DasProblembestehtdarin,zu untersuchen,ob in einembinärenStringmit n bits genauein bit auf 1
gesetztist undalle anderenauf Null. Solchein Stringwird 1-bit-Stringgenannt.Zur Durchführung
desTestswird die

”
=1“ -boolscheFunktionverwendet.GelöstwerdenkanndasProblemmit einem

modularenNetz, dessenModule auf Teilstringstrainiert und dannzu einemGanzenzusammenge-
setztwerden. Der SCG soll auchin dieserProblemsituationgegen dasBackpropagationgetestet
werden.Dabeigehtesnichtwie in demvorherigenTest’ lediglich’ um die Performance,sondernbe-
reitsum die FragederLösungsf̈ahigkeit. Um diesesProblemlösenzu können,mußdie Netzstruktur
die wesentlichenInformationendesProblembereichesoderdie naẗurliche Geometrieder Funktion
widerspiegeln. Der Algorithmuswiederummußin derLagesein,diesestrukturellenInformationen
desNetzesfür sich zu nutzen,um eineLösungbestimmenzu können. Die folgendeTabellezeigt
die Ergebnissevon fünf Testl̈aufenmit verschiedenenStart-GewichtsvektorenunddemKonvergenz-
kriterium von 0.1. Bei denWertenhandeltessich dabeium die zur Lösungben̈otigte Anzahl von
Iterationen.

Testlauf 1 2 3 4 5
SCG 8.027 966 4.014 656 1.282
BP 885.270 35.167 � 2.000.000 240.754 � 2.000.000

Tab. 5.13:Das=1-Problem( � keineKonvergenz)

Die Testergebnissezeigen,daßSCGin der Lageist, relativ schnelleineLösungzu finden. BP
dagegenkannnurin 3 der5 FälleeineLösungfinden,mit zumTeil erheblichenSchwierigkeiten.Die-
senSchwierigkeitenliegt dassogenannte

”
Schluchten-Pḧanomen“ 13 zugrunde.Gradienten-Abstiegs-

Verfahren,zu denenauchBP geḧort, entwickeln ein ineffizientesVerhaltenin solchenzerfurchten
Landschaften.Sienutzenim Minimierungsprozeßnur InformationendererstenOrdnungundkönnen
damit nicht Krümmungenber̈ucksichtigen.Andersdie konjugiertenGradientenverfahren, zu denen
SCGgeḧort. DiesegewinnenausderzweitenAbleitungInformationenüberdie KrümmungdesGe-
wichtsraumesundkönnendementsprechendihr Verhaltenoptimieren.DieserentscheidenderUnter-
schiedzwischenbeidenVerfahrenist derGrundfür die deutlicheÜberlegenheitdesSCGgegen̈uber
BP aufdem

”
=1“ Problem.

12bzgl. Anzahlvon ��!$O ) und � �w!$O ) -Aufrufen
13

”
Schluchten-Pḧanomen“ bezeichnetdie AuswirkungeneinesGewichtsraumsbestehendaus langenSchluchtenmit

starkenKrümmungenaufdasVerhaltenvonLernalgorithmen.
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6 Zusammenfassungund Ausblick

Esist wohl klar geworden,daßesaufdemGebietderEntwicklungvonLern–Algorithmenviel zu tun
gibt, andererseitsdortaberauchschonviel getanwird.

Backpropagation,alsdasstandardm̈aßigeLernverfahrenin Verbindungmit beaufsichtigtemLer-
nen,dientdabeiimmerwiederalsVorlagefür immernochausgekl̈ugeltere,nochschnellereAlgorith-
men.

DergroßeNachteilvonBP, nämlichdaßBPaufgrundnur linearerApproximationzulangsam(da
zuungenau)ist,wird aberauchangegangen,undzwardurchdieEntwicklungganzneuer, nichtaufBP
basierenderAlgorithmen(die dannaberoftmalsviel komplizierterhinsichtlichdesmathematischen
Hintergrundessind).

Besondersinteressanterscheintdie Entwicklungvon Algorithmen,die sichdiejenigeNetzstruk-
tur, mit dersieeingestelltesProblemambestenlösenkönnen,selbstdynamischzusammenbauen.

Schließlichscheintdie Forschungauf dem Gebietder adaptiven Algorithmen außerordentlich
lohnendzusein,dennaufdieseWeisekanndasleidigeProblemmit derSuchenachden

”
passenden“

Parameternverkleinertwerden.
Ein Wunschtraumall jener, die auf demGebietder künstlichenIntelligenzgroßeChancenfür

die Lösungvon Problemendurch NeuronaleNetzesehen,wäre wohl ein System,dasbei Einga-
be einesbeliebigenProblemsdie Lösungmitsamtdem

”
optimal angepaßten“ Netzwerkvollkom-

menselbsẗandigberechnetund ausgibt. DieserWunschwird aberwohl in absehbarerZeit nicht in
Erfüllunggehen(wenner überhauptje erfüllt werdenkann).

In diesemSinnebleibt alsofür die Zukunftnochviel zu tun!
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A Implementierung desBackpropagation–Algorithmus

DasnachfolgendeProgrammlistingstellt eineImplementierungdesBackpropagation–Algorithmus
(mit Momentum–Term)dar;verwendetwurdehier TURBO PASCAL 5.5. Die AktualisierungderGe-
wichteerfolgtnachjedereinzelnenPr̈asentationeinesEin-/Ausgabe–Musters.EswurdeeineLernrate
von

â | ½ gewählt undein Momentum–Faktorvon ½ |�� ¿ .
Dabeiwird der Algorithmuswiederholtauf das

”
XOR“ –Problem(mit 2 Eingabe-Neuronen,2

verborgenenNeuronenund 1 Ausgabe-Neuron)angewendet,und zwar so lange,bis der Benutzer
denAbbruchwünscht. WenndasProgrammfür einenzufällig gewähltenGewichtsvektor zu lange
braucht,um eineLösungzu finden,so wird der Algorithmuserneutgestartet,und zwar mit neuen
zufälligen Anfangsgewichten. Am Endewird automatischdie durchschnittlicheLernzeitsowie die
Standardabweichungfür die durchgef̈uhrteSitzungberechnet.

Das Programmlisting sollte eigentlich aufgrund seiner ausf̈uhrlichen Kommentierung
selbsterkl̈arendsein. Um demProblemmit denenglischenFachausdr̈ucken,dasim Vorwort zu die-
serAusarbeitungbereitsangesprochenwurde,ausdemWege zu gehen,sind die Kommentarehier
konsequentin englischerSpracheabgefaßtworden.

{ To compile: use Turbo Pascal 4.0 or higher }

PROGRAM neuro_xor;
{ solution to the "XOR" problem with the }
{ common backpropagation learning algorithm }
{ using 2 input, 2 hidden and 1 output unit }

USES CRT; { for control over screen functions }

CONST eps = 0.05; { precision threshold }
rate = 2.0; { learning rate }
alpha = 0.95; { momentum factor }

TYPE weighttype = RECORD
w31 : REAL; { weight from input unit 1 to hidden unit 3 }
w41 : REAL; { weight from input unit 1 to hidden unit 4 }
w32 : REAL; { weight from input unit 2 to hidden unit 3 }
w42 : REAL; { weight from input unit 2 to hidden unit 4 }
w53 : REAL; { weight from hidden unit 3 to output unit 5 }
w54 : REAL; { weight from hidden unit 4 to output unit 5 }
b3 : REAL; { bias of hidden unit 3 }
b4 : REAL; { bias of hidden unit 4 }
b5 : REAL; { bias of output unit 5 }

END;

VAR c : CHAR; { for the coice continue/quit }
pattern : ARRAY [1..4] OF RECORD { pattern set (input/output pairs) }

input : ARRAY [1..2] OF INTEGER;
output : INTEGER;

END;
weights : weighttype; { for the values of the weights }
epochs : INTEGER; { number of cycles through the whole pattern set }
netp : ARRAY [3..5] OF REAL; { summed input to units 3..5 }
op : ARRAY [1..5] OF REAL; { output of units 1..5 }
deltap : ARRAY [3..5] OF REAL; { error signals of units 3..5 }
old_delta : weighttype; { for the momentum term }
n : INTEGER; { for statistics: n = number of sessions }
se, sse : LONGINT; { se = sum of epoch numbers; sse = sum of squares }
ave, stdd : REAL; { ave = average; stdd = standard deviation }
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{*****************************************************************************}
{*****************************************************************************}

PROCEDURE init;
BEGIN

{ implementation of the xor-function }
pattern[1].input[1] := 0; pattern[1].input[2] := 0; pattern[1].output := 0;
pattern[2].input[1] := 0; pattern[2].input[2] := 1; pattern[2].output := 1;
pattern[3].input[1] := 1; pattern[3].input[2] := 0; pattern[3].output := 1;
pattern[4].input[1] := 1; pattern[4].input[2] := 1; pattern[4].output := 0;

END; { init }

{****************************************************************************}

PROCEDURE start (value : REAL);
{ initialization of weights and old weight updates }
BEGIN

{ old weight update := 0.0 }
old_delta.w31 := 0.0; old_delta.w41 := 0.0; old_delta.w32 := 0.0;
old_delta.w42 := 0.0; old_delta.w53 := 0.0; old_delta.w54 := 0.0;
old_delta.b3 := 0.0; old_delta.b4 := 0.0; old_delta.b5 := 0.0;
{ initial weight range: -value .. value }
RANDOMIZE;
weights.w31:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w31:=-weights.w31;
weights.w41:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w41:=-weights.w41;
weights.w32:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w32:=-weights.w32;
weights.w42:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w42:=-weights.w42;
weights.w53:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w53:=-weights.w53;
weights.w54:=value*RANDOM; IF RANDOM(2)=1 THEN weights.w54:=-weights.w54;
weights.b3 :=value*RANDOM; IF RANDOM(2)=1 THEN weights.b3 :=-weights.b3;
weights.b4 :=value*RANDOM; IF RANDOM(2)=1 THEN weights.b4 :=-weights.b4;
weights.b5 :=value*RANDOM; IF RANDOM(2)=1 THEN weights.b5 :=-weights.b5;

END; { start }

{*****************************************************************************}

PROCEDURE press_any_key;
{ waits until a key is pressed }
VAR key : CHAR;
BEGIN

GOTOXY (1,25); CLREOL;
GOTOXY (30,25); WRITE (’*** Press any key ***’);
key := READKEY;
GOTOXY (1,25); CLREOL;

END; { press_any_key }

{*****************************************************************************}

PROCEDURE out;
{ presents the current situation }
BEGIN

CLRSCR; { clear screen }
{ presentation of the whole network including the weight values }
GOTOXY (1,5);
WRITE (’ (’);
WRITE (weights.b5:5:1);
WRITELN (’)’);
WRITELN (’ / \’);
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WRITELN (’ / \’);
WRITE (’ --- ’);
WRITE (weights.w53:5:1);
WRITE (’ --- --- ’);
WRITE (weights.w54:5:1);
WRITELN (’ ---’);
WRITELN (’ / \’);
WRITELN (’ / ’,

’ \’);
WRITELN (’ (’,weights.b3:5:1,’) ’,

’ (’,weights.b4:5:1,’)’);
WRITELN (’ | \ ’,

’ / |’);
WRITELN (’ | \ ’,

’/ |’);
WRITE (’ | --- ’);
WRITE (weights.w32:5:1);
WRITE (’ --- --- ’);
WRITE (weights.w41:5:1);
WRITELN (’ --- |’);
WRITELN (’ | \ / ’,

’ |’);
WRITELN (’ | \ / ’,

’ |’);
WRITELN (’ ’,weights.w31:5:1,’ X ’,

’ ’,weights.w42:5:1);
WRITELN (’ | / \ ’,

’ |’);
WRITELN (’ | / \ ’,

’ |’);
WRITELN (’ | -------------- --------------- ’,

’ |’);

WRITELN (’ | / ’,
’\ |’);

WRITELN (’ | / ’,
’ \ |’);

WRITELN (’ ( ) ’,
’( )’);

{ some cosmetics ... }
GOTOXY (1,1); WRITELN (’LAYERS:’); WRITELN (’=======’);
GOTOXY (1,5); WRITE (’OUTPUT’);
GOTOXY (1,11); WRITE (’HIDDEN’);
GOTOXY (1,23); WRITE (’INPUT’);
{ the xor-function }
GOTOXY (68,1); WRITE (’XOR-Function’);
GOTOXY (68,3); WRITE (’A B | A XOR B’);
GOTOXY (68,4); WRITE (’----+--------’);
GOTOXY (68,5); WRITE (’0 0 | 0 ’);
GOTOXY (68,6); WRITE (’0 1 | 1 ’);
GOTOXY (68,7); WRITE (’1 0 | 1 ’);
GOTOXY (68,8); WRITE (’1 1 | 0 ’);
{ the current learning parameters }
GOTOXY (25,1); WRITE (’ Learning rate: ’,rate:5:3);
GOTOXY (25,2); WRITE (’ Momentum factor: ’,alpha:5:3);
{ the output function (see "FUNCTION f") }
GOTOXY (28,3); WRITE (’o := 1 / (1 + exp (- i))’);
{ required precision of the output units }
GOTOXY (74,12); WRITE (’0.1 = 0’); GOTOXY (74,14); WRITE (’0.9 = 1’);
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{ how often has the whole set of 4 input/output pairs been presented ? }
GOTOXY (73,18); WRITE (’#EPOCHS:’);
GOTOXY (73,19); WRITE (’========’);
GOTOXY (73,20); WRITE (epochs:8);
{ how many sessions ? }
GOTOXY (71,22); WRITE (’#SESSIONS:’);
GOTOXY (71,23); WRITE (’==========’);
GOTOXY (71,24); WRITE (n:10);

END; { out }

{*****************************************************************************}

FUNCTION f (arg : REAL) : REAL;
{ implementation of the sigmoidal "squashing" function }
BEGIN

IF arg < -50.0 THEN f := 0.0 ELSE { this avoids the possible danger }
IF arg > 50.0 THEN f := 1.0 ELSE { of floating point overflow errors }

f := 1 / (1 + EXP ((-1) * arg));
END; { f }

{*****************************************************************************}

PROCEDURE calc_net_o (p : INTEGER);
{ calculates the net total input and the output for every unit }
BEGIN

op[1] := pattern[p].input[1]; op[2] := pattern[p].input[2];
netp[3] := weights.w31 * op[1] + weights.w32 * op[2] + weights.b3;
netp[4] := weights.w41 * op[1] + weights.w42 * op[2] + weights.b4;
op[3] := f (netp[3]); op[4] := f (netp[4]);
netp[5] := weights.w53 * op[3] + weights.w54 * op[4] + weights.b5;
op[5] := f (netp[5]);

END; { calc_net_o }

{*****************************************************************************}

PROCEDURE backprop (p : INTEGER);
{ propagates the error back and updates the weights }
BEGIN

calc_net_o (p); { forward pass }
deltap[5] := (pattern[p].output - op[5]) * op[5] * (1 - op[5]);
deltap[4] := op[4] * (1 - op[4]) * deltap[5] * weights.w54;
deltap[3] := op[3] * (1 - op[3]) * deltap[5] * weights.w53;
old_delta.w31 := alpha * old_delta.w31 + rate * deltap[3] * op[1];
weights.w31 := weights.w31 + old_delta.w31;
old_delta.w41 := alpha * old_delta.w41 + rate * deltap[4] * op[1];
weights.w41 := weights.w41 + old_delta.w41;
old_delta.w32 := alpha * old_delta.w32 + rate * deltap[3] * op[2];
weights.w32 := weights.w32 + old_delta.w32;
old_delta.w42 := alpha * old_delta.w42 + rate * deltap[4] * op[2];
weights.w42 := weights.w42 + old_delta.w42;
old_delta.w53 := alpha * old_delta.w53 + rate * deltap[5] * op[3];
weights.w53 := weights.w53 + old_delta.w53;
old_delta.w54 := alpha * old_delta.w54 + rate * deltap[5] * op[4];
weights.w54 := weights.w54 + old_delta.w54;
old_delta.b3 := alpha * old_delta.b3 + rate * deltap[3] * 1;
weights.b3 := weights.b3 + old_delta.b3; { a bias can be seen as }
old_delta.b4 := alpha * old_delta.b4 + rate * deltap[4] * 1;
weights.b4 := weights.b4 + old_delta.b4; { the weight coming from }
old_delta.b5 := alpha * old_delta.b5 + rate * deltap[3] * 1;
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weights.b5 := weights.b5 + old_delta.b5; { a unit that is always on }
END; { backprop }

{*****************************************************************************}

PROCEDURE learn_backprop;
{ actual implementation of the backpropagation learning algorithm }
VAR done : BOOLEAN;

i : INTEGER;
BEGIN

c := ’ ’;
REPEAT

FOR i := 1 TO 4 DO backprop (i); { present all 4 patterns }
epochs := epochs + 1; { one more epoch }
i := 1; done := TRUE;
WHILE (i <= 4) AND done DO { determines if the error is small enough }
BEGIN

calc_net_o (i);
done := done AND (ABS (pattern[i].output - op[5]) <= 0.1 - eps);
i := i + 1;

END;
IF KEYPRESSED THEN BEGIN out; c := READKEY; END

ELSE BEGIN GOTOXY (73,20); WRITE (epochs:8); END;
IF (epochs MOD 50 = 0) AND NOT done THEN
BEGIN { restart the process with new initial weights }

start (0.5); { if the system fails to converge in at most }
END; { 50 epochs }

UNTIL done OR (epochs > 10000) OR (c = #27);
out; press_any_key; { show result }

END; { learn_backprop }

{*****************************************************************************}

PROCEDURE statistics (value : REAL);
{ calculates the average learning time and the standard deviation }
BEGIN

CLRSCR;
GOTOXY (6,2); WRITE
(’- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -’);
GOTOXY (23,6); WRITE (’* * * S T A T I S T I C S * * *’);
GOTOXY (29,10); WRITE (’Number of sessions: ’,n:3);
ave := se / n; stdd := SQRT ((sse - SQR (se) / n) / (n - 1));
GOTOXY (25,12);WRITE (’Average learning time: ’,ave:7:3);
GOTOXY (27,14);WRITE (’Standard deviation: ’,stdd:7:3);
GOTOXY (20,19);WRITE (’Learning rate: ’,rate:5:3);
GOTOXY (20,20);WRITE (’Momentum factor: ’,alpha:5:3);
GOTOXY (20,21);WRITE (’Initial weight range: -’

,value:3:1,’ .. ’,value:3:1);
GOTOXY (20,22);WRITE (’Success criterion: absolute error <= ’,(0.1-eps):4:2);
GOTOXY (20,23);WRITE (’Restart number: 50’);
press_any_key;

END; { statistics }

{*****************************************************************************}
{*****************************************************************************}

BEGIN { main }
n := 0; se := 0; sse := 0; { 0 sessions }
init; { initialize training patterns }
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CLRSCR; { clear screen }
REPEAT

n := n + 1; { next session }
epochs := 0; { beginning of a new training session }
start (0.5); { range of initial weights: -0.5 .. 0.5 }
out; { shows the random initial values }
press_any_key;
learn_backprop;
se := se + epochs;
sse := sse + SQR (LONGINT (epochs));
GOTOXY (18,25);
WRITE (’ *** <ESC> to exit *** ’);
c := READKEY;

UNTIL c = #27; { repeat learning with random initial }
{ weights until user presses <ESC> }

IF n > 1 THEN statistics (0.5);
CLRSCR; { leave behind an empty screen }

END. { neuro_xor }

Zur BerechnungdesMittelwertesbzw. derVarianzmöchteichderVollständigkeit halbererwähnen,
daß(wie ausderStatistikbekannt)für eineMeßreihe£ ¡ » £ ¨ »B�B�B�c» £ w gilt:

(empirischerMittelwert) É£ � ´ä w�v1þ ¡ £ v
(empirischeVarianz) � ¨ � ´ä � ´ w� v§þ ¡ ² £ v � É£ µ ¨ � ´ä � ´ �� w�v1þ ¡ £ ¨v � ´ä�� w� v1þ ¡ £ v"� ¨y��

(emp.Standardabweichung) � � � � ¨ �
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B Ablaufpr otokolle

Hier ist ein Teil derAusgabeabgedruckt,die dasProgrammausAnhangA bei einemTestlaufpro-
duzierte.Die Parameterscheinenhier ziemlichoptimalzu sein,dennkein Testlaufmit anderenPa-
rametern(undeswurdenweißGott einige ausprobiert)konntediesesErgebnisin BezugaufLernge-
schwindigkeit übertreffen.

LAYERS: Learning rate: 2.000 XOR-Function
======= Momentum factor: 0.950

o := 1 / (1 + exp (- i)) A B | A XOR B
----+--------

OUTPUT ( -3.6) 0 0 | 0
/ \ 0 1 | 1

/ \ 1 0 | 1
--- 7.2 --- --- 7.2 --- 1 1 | 0

/ \
/ \

HIDDEN ( -3.3) ( -3.2)
| \ / | 0.1 = 0
| \ / |
| --- -6.4 --- --- -6.7 --- | 0.9 = 1
| \ / |
| \ / |
6.1 X 6.1
| / \ | #EPOCHS:
| / \ | ========
| -------------- --------------- | 25
| / \ |
| / \ | #SESSIONS:

INPUT ( ) ( ) ==========
64

*** Press any key ***

- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -

* * * S T A T I S T I C S * * *

Number of sessions: 100

Average learning time: 27.360

Standard deviation: 12.119

Learning rate: 2.000
Momentum factor: 0.950
Initial weight range: -0.5 .. 0.5
Success criterion: absolute error <= 0.05
Restart number: 50

*** Press any key ***
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Die folgendenAusgabenwurdenbei einemanderenTestlauferzeugt,bei demvollkommenandere
Parameterverwendetwurden.Wie manleichtsieht(undwie mansicherauchvermutethat),führtdas

”
strengere“ ErfolgskriteriumsofortzueinererheblichenVerlangsamung.

LAYERS: Learning rate: 0.250 XOR-Function
======= Momentum factor: 0.990

o := 1 / (1 + exp (- i)) A B | A XOR B
----+--------

OUTPUT ( -5.2) 0 0 | 0
/ \ 0 1 | 1

/ \ 1 0 | 1
--- 11.4 --- --- 10.0 --- 1 1 | 0

/ \
/ \

HIDDEN ( -5.2) ( -6.0)
| \ / | 0.1 = 0
| \ / |
| --- 9.2 --- --- 10.0 --- | 0.9 = 1
| \ / |
| \ / |

-10.6 X -10.5
| / \ | #EPOCHS:
| / \ | ========
| -------------- --------------- | 243
| / \ |
| / \ | #SESSIONS:

INPUT ( ) ( ) ==========
52

*** Press any key ***

- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -

* * * S T A T I S T I C S * * *

Number of sessions: 100

Average learning time: 243.420

Standard deviation: 71.776

Learning rate: 0.250
Momentum factor: 0.990
Initial weight range: -0.00001 .. 0.00001
Success criterion: absolute error <= 0.01
Restart number: 300

*** Press any key ***
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BeieinemdrittenTestlauf,dessenAusgabeim folgendenabgedrucktist,wurdendieParametergenau-
sowie beimzweitenTestlaufgewählt, jedochmit größeren(undmeinerMeinungnachsinnvolleren)
Initialgewichten. DasErgebnisist deutlichbesseralsbeimzweitenTestlauf(manbeachtevor allem
die sehrkleineStandardabweichung,wasja einZeichenvon Stabiliẗat ist).

LAYERS: Learning rate: 0.250 XOR-Function
======= Momentum factor: 0.990

o := 1 / (1 + exp (- i)) A B | A XOR B
----+--------

OUTPUT ( -4.8) 0 0 | 0
/ \ 0 1 | 1

/ \ 1 0 | 1
--- 10.6 --- --- 10.4 --- 1 1 | 0

/ \
/ \

HIDDEN ( -4.7) ( -4.9)
| \ / | 0.1 = 0
| \ / |
| --- 8.3 --- --- 8.5 --- | 0.9 = 1
| \ / |
| \ / |

-9.0 X -9.1
| / \ | #EPOCHS:
| / \ | ========
| -------------- --------------- | 138
| / \ |
| / \ | #SESSIONS:

INPUT ( ) ( ) ==========
2

*** Press any key ***

- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -

* * * S T A T I S T I C S * * *

Number of sessions: 100

Average learning time: 129.200

Standard deviation: 10.746

Learning rate: 0.250
Momentum factor: 0.990
Initial weight range: -0.1 .. 0.1
Success criterion: absolute error <= 0.01
Restart number: 300

*** Press any key ***
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Schließlichwurdebei einemviertenTestlaufder Einfluß einerVergrößerungder Lernrateim Ver-
gleichzumdrittenTestlaufuntersucht.DasErgebnisist (wie zu erwartenwar) eineBeschleunigung
derdurchschnittlichenLernzeit.Ein Teil derAusgabeist nachstehendabgedruckt.

LAYERS: Learning rate: 1.000 XOR-Function
======= Momentum factor: 0.990

o := 1 / (1 + exp (- i)) A B | A XOR B
----+--------

OUTPUT ( -5.0) 0 0 | 0
/ \ 0 1 | 1

/ \ 1 0 | 1
--- 10.1 --- --- 9.8 --- 1 1 | 0

/ \
/ \

HIDDEN ( -5.1) ( -4.4)
| \ / | 0.1 = 0
| \ / |
| --- -11.7 --- --- -10.8 --- | 0.9 = 1
| \ / |
| \ / |

10.1 X 9.8
| / \ | #EPOCHS:
| / \ | ========
| -------------- --------------- | 39
| / \ |
| / \ | #SESSIONS:

INPUT ( ) ( ) ==========
1

*** Press any key ***

- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -

* * * S T A T I S T I C S * * *

Number of sessions: 100

Average learning time: 48.280

Standard deviation: 18.163

Learning rate: 1.000
Momentum factor: 0.990
Initial weight range: -0.1 .. 0.1
Success criterion: absolute error <= 0.01
Restart number: 100

*** Press any key ***
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In einem(endg̈ultig letzten) fünften Testlaufwurdendie Parameterhaargenauso wie im vierten
gewählt. Es wurde allerdingsdie in [2] vorgeschlageneBeschleunigungsmethode verwendet,bei
derdie Ableitungder logistischenFunktionkünstlichum 0.1 nachobenverschobenwird. In punk-
to durchschnittlicheLernzeit kommt er (trotz viel strengeremErfolgskriterium)fast an den ersten
Testlaufheran.WasStabiliẗat (� Standardabweichung)angeht,soübertrifft erdiesenbei weitem.

LAYERS: Learning rate: 1.000 XOR-Function
======= Momentum factor: 0.990

o := 1 / (1 + exp (- i)) A B | A XOR B
----+--------

OUTPUT ( -5.0) 0 0 | 0
/ \ 0 1 | 1

/ \ 1 0 | 1
--- 9.8 --- --- 9.6 --- 1 1 | 0

/ \
/ \

HIDDEN ( -4.9) ( -4.9)
| \ / | 0.1 = 0
| \ / |
| --- 11.0 --- --- 10.6 --- | 0.9 = 1
| \ / |
| \ / |

-10.7 X -10.3
| / \ | #EPOCHS:
| / \ | ========
| -------------- --------------- | 30
| / \ |
| / \ | #SESSIONS:

INPUT ( ) ( ) ==========
16

*** <ESC> to exit ***

- - - L E A R N I N G B Y B A C K P R O P A G A T I O N - - -

* * * S T A T I S T I C S * * *

Number of sessions: 100

Average learning time: 32.550

Standard deviation: 2.528

Learning rate: 1.000
Momentum factor: 0.990
Initial weight range: -0.1 .. 0.1
Success criterion: absolute error <= 0.01
Restart number: 50

*** Press any key ***
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C Kleines Deutsch–EnglischesFachwörterbuch

AktualisierungderGewichte � weightupdate
Ausgabe � output
BeaufsichtigtesLernen � supervisedlearning
Codierungsproblem � Encoder/DecoderTask
Eingabe � input
Epoche � epoch
Erfolgskriterium � succescriterion
FaktormaximalenWachstums � maximumgrowth factor
Fehlersignal � errorsignal
fortlaufend � continuous
Gewicht � weight
Gewichtsraum � weightspace
gewünschteAusgabe � desiredoutput
Gleichheitsproblem � parityproblem
Gradienten–Abstieg � gradientdescent
Lernrate � learningrate
Neuron � unit
NeuronaleNetze � neuralnetworks
periodisch � periodic
Pr̈asentation � presentation
Rückwärts–Durchlauf � backwardpass
Schicht � layer
verborgen � hidden
Vergessensterm � weight-decayterm
Vorwärts–Durchlauf � forwardpass
Zieldaten � targetoutputvector
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